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Resumen

El aprendizaje de máquina o aprendizaje automático es una rama de las ciencias de la compu-
tación cuyo objeto de estudio son el conjunto de métodos y algoritmos que utilizan información o
datos para mejorar el desempeño de alguna tarea o realizar predicciones precisas acerca de algún
fenómeno. Estos métodos han sido ocupados con éxito en una gran variedad de aplicaciones, como
reconocimiento de voz, motores de búsqueda, visión arti�cial, detección de rostros, diagnóstico
médico, detección de fraudes, entre otros.

Uno de los métodos de aprendizaje más utilizados son las Máquinas de Soporte Vectorial (SVM,
por sus siglas en inglés). Este método es utilizado principalmente en tareas de clasi�cación y
su popularidad se debe en gran medida a que genera un modelo compacto, además de tener un
fuerte sustento teórico y una elevada efectividad en la práctica. Sin embargo, este método tiene la
desventaja de que su fase de entrenamiento es computacionalmente costosa, ya que su complejidad
temporal es O(m3) y consume O(m2) espacio de memoria (siendo m el número de objetos en la
muestra de entrenamiento), por lo que aplicarlo a conjuntos de datos grandes es problemático en
la práctica.

En este trabajo se propone un método para disminuir el tamaño del conjunto de datos que recibe
el método de SVM, con el �n de disminuir su tiempo de entrenamiento. Este método se basa en
el algoritmo de aprendizaje de máquina llamado k-medoides (k-medoids en inglés), que es una
variante del método de aprendizaje de máquina llamado k-medias (k-means en inglés). El método
propuesto incorpora las estadísticas de los grupos formados por el algoritmo de k-medoides en el
esquema de las máquinas de soporte vectorial de manera tal que el problema de optimización sigue
siendo convexo.

El método propuesto será validado usando conjuntos de datos disponibles públicamente. Al aplicar
este nuevo método se espera que el tiempo de entrenamiento de las SVM mejore, procurando que
el error de generalización no aumente drásticamente.
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Abstract

Machine learning is a branch of computer science that studies methods and algorithms that use
information or data to improve performance or to make accurate predictions about some pheno-
menon. These methods have been successfully deployed in a variety of applications such as speech
recognition, search engines, computer vision, face detection, medical diagnosis, fraud detection,
among others.

One of the most commonly used learning algorithm is Support Vector Machines (SVM). This
algorithm is used mainly for classi�cation tasks and its popularity is due largely because it has
a strong theoretical support and high e�ectiveness in practice. Moreover, the models produced
by SVM learning algorithms are very compact, which make them very e�cient once they are
deployed. However, this algorithm has the disadvantage that its training phase is computationally
expensive, consuming about O(m3) time and O(m2) memory space, so applying it to large data
sets is problematic in practice.

In this work we propose a method to reduce the size of the data set received by the SVM algorithm,
in order to reduce the training time. This method is based on the machine learning algorithm called
k-medoids, which is a variant of the machine learning algorithm called k-means. The proposed
method incorporates the statistics of the clusters formed by the algorithm k-medoids in the SVM
scheme so that the optimization problem remains convex.

The proposed method will be validated using public data sets. By applying this new method it is
expected that the training time of SVM improves, ensuring that the generalization error does not
increase drastically.
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Notación

Símbolo Signi�cado

< Conjunto de los números reales
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S Conjunto arbitrario
s ∈ S El elemento s pertenece al conjunto S
|S| Número de elementos en el conjunto S
∅ Conjunto vacío
k⋃
i=1

Si Unión de los conjuntos S1, S2, ..., Sk

S1 ∩ S2 Intersección de los conjuntos S1 y S2

S × S Conjunto de parejas ordenadas (s1, s2) tal que s1, s2 ∈ S
X Espacio de entrada
Y Espacio objetivo

b ∈ < El número b pertenece al conjunto de los números reales
|b| Valor absoluto del número b
m∑
i=1

bi b1 + b2 + ...+ bm

∨ Disyunción lógica
w Vector arbitrario
wi i-ésimo componente del vector w

w · x
N∑
i=1

wixi. Producto interno entre los vectores w y x

||w||
√
w ·w. Norma L2 de w

F : S1 → S2 Función F con dominio S1 y contradominio S2

F : w 7→ F (w) Función F que recibe un vector w y retorna F (w)
d(w,x) Distancia euclidiana entre los vectores w y x
dM (x, µ) Distancia de Mahalanobis entre los vectores x y µ
sgn(b) Función signo. Esta función devuelve +1 si b ≥ 0 y −1 si b < 0

mı́n
x∈S

f(x) Mínimo valor de la función f(x) tal que el elemento x pertenezca al conjunto S

máx
x∈S

f(x) Máximo valor de la función f(x) tal que el elemento x pertenezca al conjunto S

argmin
x∈S

f(x) Elemento x que minimiza la función f(x) tal que x pertenece al conjunto S

argmax
x∈S

f(x) Elemento x que maximiza la función f(x) tal que x pertenece al conjunto S
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I Matriz identidad
Σ Matriz de covarianza

∇wF (w) Gradiente de la función F (w) con respecto a w
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Capítulo 1

Introducción

A pesar de que no existe consenso en la de�nición de aprendizaje de máquina, varias de�niciones
se han propuesto. En palabras de Murphy:

"We de�ne machine learning as a set of methods that can automatically detect patterns in data,
and then use the uncovered patterns to predict future data, or to perform other kinds of decision
making under uncertainty". [1]

"De�nimos al aprendizaje de máquina como un conjunto de métodos que pueden detectar patrones
en datos de manera automática, para luego utilizar los patrones descubiertos para predecir datos
futuros o ejecutar algún tipo de toma de decisión bajo incertidumbre".

Mohri, Rostamizadeh y Talwalkar de�nen al aprendizaje de máquina de la siguiente manera:

"Machine learning can be broadly de�ned as computational methods using experience to improve
performance or to make accurate predictions". [2]

�Aprendizaje de máquina puede de�nirse de manera general como métodos computacionales que
utilizan la experiencia para mejorar el rendimiento o para realizar predicciones precisas".

Otra de�nición por Shalev-Shwartz y Ben-David es la siguiente:

"The term machine learning refers to the automated detection of meaningful patterns in data". [3]

�El término aprendizaje de máquina se re�ere a la detección automática de patrones signi�cativos
en datos".

El término común que se puede observar en las de�niciones presentadas es que el aprendizaje de má-
quina trata acerca del desarrollo de métodos y algoritmos que extraen conocimiento e información
a partir de datos de forma automática, con el �n de descubrir estructuras o patrones subyacentes
y utilizar éstos para construir un modelo general y preciso capaz de realizar predicciones en datos
no observados con anterioridad.

1



CAPÍTULO 1. INTRODUCCIÓN 2

1.1. De�niciones y terminología

A continuación se presentan algunas de�niciones y categorías dentro del aprendizaje de máquina,
prestando especial énfasis al aprendizaje supervisado y no supervisado, debido a la importancia de
éstos en el presente trabajo.

Objeto: También llamado ejemplo, instancia o patrón. Regularmente denotado como xi =
(xi1, xi2, ..., xiN ). Se re�ere a un elemento de un conjunto de datos que puede ser utilizado
para entrenamiento o evaluación. Se denotará al conjunto de todos los posibles objetos o
instancias como X . X también es llamado en ocasiones como el espacio de entrada.

Conjunto de datos (Data set): Colección de datos usualmente representados en una tabla o
una matriz, donde cada �la corresponde a un objeto o instancia y cada columna un atributo
o característica.

Atributos: También conocidos como características, son representadas usualmente como un
vector asociado a un objeto. Comúnmente son mediciones tomadas del mundo real asociadas
al objeto que las representa. Un atributo puede ser numérico, categórico (por ejemplo un
color) o incluso un valor lógico (verdadero o falso). Dado un objeto xi = (xi1, xi2, ..., xiN ), el
valor de cada xi1, xi2, ..., xiN es un atributo del objeto xi.

Dimensión: La dimensión de un objeto es el número de atributos asociados a éste. Dado un
objeto xi = (xi1, xi2, ..., xiN ), la dimensión del objeto xi es N .

Etiqueta: Valor o categoría asignada a un objeto. Regularmente denotado como yi, asociado
al objeto xi. Al conjunto de todas los posibles etiquetas se le denota como Y y también es
llamado espacio objetivo.

Muestra de entrenamiento: También llamado conjunto de entrenamiento, son los objetos
utilizados para entrenar un método de aprendizaje.

Muestra de validación: También llamado conjunto de validación, son los objetos utilizados
para ajustar los parámetros de un método de aprendizaje. Los métodos de aprendizaje usual-
mente tienen uno o más parámetros, y la muestra de validación es utilizada para seleccionar
valores apropiados para éstos parámetros.

Muestra de prueba: También llamado conjunto de prueba, son los objetos utilizados para
evaluar el desempeño de un método de aprendizaje. Ésta muestra regularmente no es accesible
al método de aprendizaje durante la etapa de entrenamiento. Consiste en una colección de
objetos para los que el método de aprendizaje ya entrenado debe predecir sus etiquetas basado
en sus atributos. Estas predicciones luego son comparadas con las etiquetas de cada objeto
de la muestra de prueba para medir el desempeño del método de aprendizaje.

Dependiendo del tipo de datos disponible, así como del orden y la manera en que estos datos ingre-
sen al método de aprendizaje correspondiente, los métodos utilizados en aprendizaje de máquina
se pueden clasi�car dentro de las siguientes categorías: [2]

Aprendizaje supervisado (Supervised learning)

Aprendizaje no supervisado (Unsupervised learning)

Aprendizaje semi-supervisado (Semi-supervised learning)
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Aprendizaje en línea (On-line learning)

Aprendizaje activo (Active learning)

Estas categorías solamente son algunas de las más comunes y la lista no pretende abarcar todas las
categorías posibles, sino introducir dos de las categorías más importantes: Aprendizaje supervisado
y aprendizaje no supervisado. Para esta tesis en particular es importante de�nir cada una de ellas
ya que el método de SVM pertenece a la categoría de aprendizaje supervisado y el método de
k-medoides pertenece a la categoría de aprendizaje no supervisado.

Los métodos de aprendizaje supervisado se caracterizan por recibir una muestra de entrenamiento
donde los objetos tienen una etiqueta asociada a ellos. El objetivo principal de este tipo de métodos
es crear un modelo a partir de los datos de entrenamiento que pueda ser utilizado para predecir
la etiqueta de nuevos objetos (diferentes a los del conjunto de entrenamiento), es decir, el método
debe de ser capaz de generalizar. Algunos de los problemas mas comunes en este tipo de escenario
son problemas de clasi�cación, donde se utiliza la muestra de entrenamiento para construir un
modelo capaz de predecir la etiqueta de un nuevo objeto, que sólo puede ser categórica como por
ejemplo A,B,C, etc. ó 1,2,3, etc. En problemas de clasi�cación, a la etiqueta también se le conoce
como la clase del objeto. Una alta precisión al clasi�car correctamente; comprensibilidad, que se
re�ere a la capacidad de un humano para entender el modelo de clasi�cación generado; y el generar
un modelo compacto, son los objetivos principales para la tarea de clasi�cación [5].

Los métodos de aprendizaje no supervisado se caracterizan por recibir una muestra de entrena-
miento donde los objetos no tienen una etiqueta asociada a ellos [25] [28]. Este tipo de métodos
tiene como objetivo encontrar la estructura subyacente de los datos que reciben como entrada.
Algunos de los problemas más comunes de este tipo son problemas de agrupamiento (clustering).
Este tipo de problemas son parecidos a los problemas de clasi�cación, ya que asignan a cada objeto
a un grupo (cluster) en particular, con la gran diferencia de que en problemas de clasi�cación se
cuenta con la información de a que clase pertenece cada objeto de la muestra de entrenamiento,
mientras que en problemas de agrupamiento se debe descubrir a que grupo pertenece cada objeto
del conjunto de entrada, basándose normalmente en medidas de similitud o diferencia entre cada
uno de ellos.

Las máquinas de soporte vectorial son un método de clasi�cación binaria que utilizan como modelo
un hiperplano de separación óptima para clasi�car. Los objetos del conjunto de datos de entrena-
miento que determinan el hiperplano de separación óptima se denominan vectores de soporte (SV,
por sus siglas en inglés) y se obtienen solucionando un problema de optimización de programación
cuadrática (QPP, por sus siglas en inglés) [6].

1.2. Motivación

La información ha pasado de ser escasa a superabundante. Cuando el proyecto Sloan Digital Sky
Survey comenzó a trabajar en el año 2000, su telescopio recolectó mas datos en sus primeras
semanas de trabajo que todos los que habían sido recolectados en la historia de la astronomía.
En 2010, su archivo contenía aproximadamente 140 terabytes de información. El Gran Telescopio
para Sondeos Sinópticos en Chile recolectará la misma cantidad de datos cada cinco días. Wal-
Mart maneja mas de un millón de transacciones por hora, alimentado a sus bases de datos, que se
estiman en mas de 2.5 petabytes. La red social Facebook contiene mas de 40 mil millones de fotos
[4].
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El uso de sensores electrónicos en sistemas de seguridad, automóviles, sistemas de control industrial
y la inclusión de sistemas como teléfonos inteligentes, agendas personales, sistemas de posiciona-
miento global, computadoras, etc. en nuestra vida diaria dieron como resultado una generación
masiva de información. De acuerdo a un estudio presentado por la �rma IDC en junio de 2011 [7]
la cantidad de datos generados se estima superior a 1,8 zettabytes.

Todos los ejemplos mencionados indican que se cuenta con una cantidad enorme de datos digitales
que crece cada día mas rápido. Estos datos nos brindan la oportunidad de encontrar tendencias
en los negocios, prevenir enfermedades, combatir el crimen, entre algunas otras. Para que esto sea
posible, es necesario encontrar y utilizar métodos que generen conocimiento o información útil a
partir de éstos datos.

Las máquinas de soporte vectorial han sido utilizadas con éxito en muchas aplicaciones, tales como
visión arti�cial [8], detección de rostros [9], cali�cación de crédito [10], bioinformática [11] y el
�ltrado de spam [12], entre otros. El modelo producido por las máquinas de soporte vectorial es
compacto, geométricamente interpretable y su rendimiento por lo general supera la precisión de
clasi�cación de otros métodos. A pesar de éstas características, las máquinas de soporte vectorial
tienen un problema notorio: la fase de entrenamiento consume O(m3) tiempo y O(m2) espacio de
memoria [13] [14] [39] (siendo m el número de objetos de la muestra de entrenamiento). Esto vuelve
problemático el uso de las máquinas de soporte vectorial con conjuntos de datos de gran tamaño.

En resumen, desarrollar un método que permita entrenar a las máquinas de soporte vectorial de
manera más rápida pero sin afectar de manera drástica su error de generalización ha sido lo que
ha motivado este trabajo.

1.3. Hipótesis

Es posible entrenar a las máquinas de soporte vectorial sin utilizar una muestra de entrenamiento
por completo, utilizando un método de aprendizaje no supervisado que procese de manera antici-
pada la muestra de entrenamiento, sin afectar de gran manera el error de generalización del modelo
entregado.

1.4. Objetivos

1.4.1. Objetivo general

Desarrollar un método de reducción de datos para mejorar el tiempo de entrenamiento de las
máquinas de soporte vectorial. Este método permitirá utilizar las máquinas de soporte vectorial en
conjuntos de datos grandes sin tener una pérdida apreciable en la precisión de la clasi�cación. El
método por desarrollar tendrá como base un método de aprendizaje de máquina no supervisado.
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1.4.2. Objetivos particulares

Desarrollar un esquema que integre el número de grupos entregados por el método de agru-
pamiento, la fracción de objetos asignados a cada grupo y la varianza de cada grupo dentro
del planteamiento de máquinas de soporte vectorial.

Implementar el método desarrollado.

Probar la e�ciencia del método desarrollado utilizando conjuntos de datos públicos disponi-
bles.

1.5. Contribuciones

Las principales contribuciones de esta tesis son las siguientes:

Se propone un esquema de reducción de datos para acelerar el entrenamiento de las SVM.

Se presenta una generalización del método de SVM utilizando la distancia de Mahalanobis.
La distancia euclidiana corresponde a un caso donde la matriz de covarianza es igual a la
matriz identidad.

1.6. Organización del documento

El resto de esta tesis esta organizada de la siguiente manera:

Capítulo 2. Marco teórico: máquinas de soporte vectorial. En este capítulo se presenta
el método de máquinas de soporte vectorial para clasi�cación binaria. Se inicia presentado el
caso separable, para después introducir el caso no separable y �nalmente presentar el método
de máquinas de soporte vectorial con ponderación. Se describe la formulación matemática del
problema y su relación con problemas de optimización convexa.

Capítulo 3. Marco teórico: k-medoides. En este capítulo se presentan los método de agrupa-
miento k-medias y k-medoides. El capítulo comienza presentando el planteamiento general de un
problema de agrupamiento. Después, se presenta el algoritmo de k-medias junto con algunas de
sus limitaciones e inconvenientes. El capítulo termina presentado el algoritmo de k-medoides.

Capítulo 4. Trabajos relacionados. En este capítulo se describen algunas propuestas presen-
tadas por otros autores para disminuir el tiempo de entrenamiento de las máquinas de soporte
vectorial, cubriendo con mayor detalle los métodos de reducción de datos, ya que el método pro-
puesto en esta tesis cae en esta categoría.

Capítulo 5. Propuesta. Este capítulo presenta el método propuesto, describiendo el algoritmo
y explicando la manera en que se integrará la información del método de agrupamiento dentro del
esquema de SVM.

Capítulo 6. Resultados experimentales. En este capítulo se describe la forma en que se realizó
la experimentación y evaluación del método propuesto, se presentan los resultados obtenidos y la
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comparación con otros métodos.

Capítulo 7. Conclusiones y trabajo futuro. Este capítulo presenta las conclusiones obtenidas
con base en los estudios realizados y los resultados obtenidos. Finalmente, se presenta una posible
línea de trabajo a seguir en el futuro, como continuación de esta tesis.



Capítulo 2

Marco teórico: máquinas de soporte
vectorial

El método de máquinas de soporte vectorial fue presentado por Vapnik y sus colegas [6] [18] pa-
ra resolver problemas de clasi�cación y regresión. En este capítulo se presentan los fundamentos
teóricos de las máquinas de soporte vectorial para clasi�cación binaria, que es cuando el espacio
objetivo Y se limita a sólo dos etiquetas Y = {−1,+1}. Se comienza con el caso separable, que es
donde se asegura de antemano que existe un hiperplano de separación que divide a todos los objetos
de ambas clases. Después, se presenta el caso no separable, en donde no existe un hiperplano de
separación que logré clasi�car de manera correcta a todos los objetos en la muestra de entrena-
miento. El desarrollo de éstos dos casos se basa en el desarrollo presentado en [2]. Finalmente, se
presenta el método de máquinas de soporte vectorial con ponderación, que es una modi�cación del
método original donde a cada objeto se le asigna un peso que denota la importancia que tiene ese
objeto en la tarea de clasi�cación.

2.1. Máquinas de soporte vectorial. Caso separable

Se considera un espacio de entrada X ⊆ <N donde < denota al conjunto de los números reales y
N ≥ 1, un espacio objetivo Y = {−1,+1} y una muestra de entrenamiento S de tamaño m que es
linealmente separable, es decir, existe un hiperplano que separa a todos los objetos con etiqueta
yi = −1 de todos los objetos con etiqueta y = +1, como se muestra en la imagen izquierda de
la �gura 2.1, tomada de [2]. La existencia del hiperplano de separación esta garantizada por el
teorema del hiperplano de separación (un caso especial de la versión �nito dimensional del teorema
de separación de Hahn-Banach para espacios vectoriales topológicos):

Teorema 1. Sean A y B dos subconjuntos convexos y no vacíos de <N . Si A ∩ B = ∅, entonces
A y B pueden ser separados por un hiperplano.

La idea clave del método de máquinas de soporte vectorial es la de retornar, de entre el número
in�nito de hiperplanos de separación, el hiperplano con el máximo margen o distancia a los objetos
más cercanos de cada clase (ver �gura 2.1). Como este es un problema de aprendizaje supervisado,

7
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Figura 2.1: Dos posibles hiperplanos de separación. La �gura del lado derecho muestra un hiper-
plano que maximiza el margen de separación

la muestra de entrenamiento S consta de parejas (xi, yi), i ∈ {1, 2, ...,m}, donde xi es un objeto y
yi es la etiqueta o clase correspondiente a ese objeto.

2.1.1. Problema de optimización primal

En esta parte se desarrolla el problema de clasi�cación binaria hasta llegar al problema de optimi-
zación relacionado a las máquinas de soporte vectorial. La ecuación general de un hiperplano en
<N es

w · x + b = 0 (2.1)

donde b ∈ < y w ∈ <N es un vector normal al hiperplano. Es importante observar que esta
de�nición es invariante a la multiplicación por un escalar k 6= 0 :

k [w · x + b = 0] ⇔ kw · x + kb = 0 ⇔ w′ · x + b′ = 0

donde w′ · x + b′ = 0 describe al mismo hiperplano que w · x + b = 0, sólo que representado con
diferentes parámetros w′ = kw y b′ = kb. Por lo tanto, para un hiperplano en el caso separable, se
pueden escalarw y b de tal manera que mı́n

(x,y)∈S
|w·x+b| = 1, es decir, se pueden escalar de tal manera

que los hiperplanos con ecuación w ·x+ b = +1 y w ·x+ b = −1, llamados hiperplanos marginales,
pasen por los objetos de cada clase más cercanos al hiperplano de separación w · x + b = 0, como
se muestra en la �gura 2.2, tomada de [2].

De�niremos a la representación del hiperplano de separación que cumple con mı́n
(x,y)∈S

|w ·x+ b| = 1

como el hiperplano canónico, de�nido por la pareja (w, b). La distancia de cualquier objeto x0 ∈ <N
a un hiperplano de�nido por la ecuación (2.1) se puede calcular con la siguiente expresión:

|w · x0 + b|
||w||

(2.2)
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Figura 2.2: Hiperplano de separación e hiperplanos marginales (en líneas punteadas) con sus res-
pectivas ecuaciones características.

Por lo tanto, para un hiperplano canónico, el margen, que es la distancia del hiperplano de separa-
ción a los objetos mas cercanos y se denota por la letra griega ρ, se puede calcular con la siguiente
expresión

ρ = mı́n
(x,y)∈S

|w · x + b|
||w||

=
1

||w||
(2.3)

Un hiperplano de�nido por la pareja (w, b) clasi�ca de manera correcta un objeto de entrenamiento
xi , i ∈ {1, 2, ...,m} cuando el valor de w·xi+b tiene el mismo signo que la correspondiente etiqueta
yi. Para un hiperplano canónico, por de�nición, se tiene que |w · xi + b| ≥ 1 ∀ i ∈ {1, 2, ...,m},
por lo tanto, el objeto xi es correctamente clasi�cado cuando yi(w · xi + b) ≥ 1. Como se dijo al
principio de la sección, las máquinas de soporte vectorial pretenden maximizar el margen ρ = 1

||w|| .

Se puede observar que maximizar ρ es equivalente a minimizar ||w|| o 1
2 ||w||

2. Entonces, en el caso
separable, la solución entregada por las máquinas de soporte vectorial, que es un hiperplano que
maximiza el margen ρ y que clasi�ca de manera correcta todos los objetos de entrenamiento, puede
ser expresada como la solución al siguiente problema de optimización convexa:

mı́n
w,b

1

2
||w||2 (2.4)

s. t. yi(w · xi + b) ≥ 1, ∀ i ∈ {1, 2, ...,m}

Al problema de optimización (2.4) se le conoce como problema de optimización primal de las
máquinas de soporte vectorial. La función objetivo F : w 7→ 1

2 ||w||
2 es in�nitamente diferenciable.

Su gradiente es ∇wF (w) = w y su matriz hessiana es la matriz identidad ∇2F (w) = I. Por
lo tanto, ∇2F (w) � 0, lo que implica que F es una función estrictamente convexa. Además, las
restricciones del problema de optimización son todas funciones a�nes gi : (w, b) 7→ 1−yi(w ·xi+b).
Por lo tanto, el problema de optimización (2.4) tiene una solución única (w∗, b∗), una propiedad
importante y favorable que no se cumple para todos los métodos de aprendizaje. Además, dado
que la función objetivo es cuadrática y las restricciones a�nes, el problema de optimización (2.4)
es una instancia especí�ca de programación cuadrática (QP, por sus siglas en inglés), una familia
de problemas ampliamente estudiado en el campo de optimización [15].
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2.1.2. Vectores de soporte

Cualquier problema de optimización con función objetivo convexa y diferenciable, y funciones de
restricción a�nes y diferenciables, satisface la condición de que un punto es una solución al problema
de optimización si y solo si cumple con las condiciones de Karush-Kuhn-Tucker (KKT) [16] [17].
Para el problema de máquinas de soporte vectorial, las condiciones de Karush-Kuhn-Tucker se
obtienen igualando a cero el gradiente del Lagrangiano con respecto a las variables w y b, y la otra
condición es conocida como la condición de holgura complementaria (complementary slackness)
[15]:

∇wL = w−
m∑
i=1

αiyixi = 0 =⇒ w =

m∑
i=1

αiyixi (2.5)

∇bL = −
m∑
i=1

αiyi = 0 =⇒
m∑
i=1

αiyi = 0 (2.6)

∀i, αi[yi(w · xi + b)− 1] = 0 =⇒ αi = 0 ∨ yi(w · xi + b) = 1 (2.7)

donde la expresión del Lagrangiano es la siguiente:

L(w, b,α) =
1

2
||w||2 −

m∑
i=1

αi[yi(w · xi + b)− 1] (2.8)

El vector α es un vector compuesto de m multiplicadores de Lagrange αi ≥ 0, i ∈ {1, 2, ...,m}, por
lo que α ∈ <m+ .

Se puede observar de la ecuación (2.5) que el vector w que retornan las máquinas de soporte
vectorial es una combinación lineal de los objetos x1,x2, ...,xm de la muestra de entrenamiento
S. Un objeto xi aparecerá en esta combinación lineal si y sólo si αi 6= 0. Estos objetos son
llamados vectores de soporte. También se puede observar que debido a las condiciones de holgura
complementaria (2.7), si αi 6= 0, entonces yi(w · xi + b) = 1. Por lo tanto, los vectores de soporte
se encuentran en los hiperplanos marginales w · xi + b = ±1.

Los vectores de soporte de�nen completamente al hiperplano de separación de máximo margen que
resuelve el problema de las máquinas de soporte vectorial, lo que justi�ca el nombre del algoritmo.
Se puede observar que los objetos que no yacen en los hiperplanos marginales no afectan a la
solución que retornan las máquinas de soporte vectorial, es decir, en su ausencia, la solución al
problema de SVM se mantendría sin cambios. Es importante tener en cuenta que aunque que el
vector w que retornan las SVM después de su entrenamiento es único, los vectores de soporte
pueden no serlo, ya que en una dimensión de tamaño N , N + 1 puntos son su�cientes para de�nir
un hiperplano. Por lo tanto, cuando hay mas de N + 1 objetos en los hiperplanos marginales,
se pueden formar diferentes con�guraciones para la selección de los N + 1 vectores de soporte
necesarios para de�nir el hiperplano de separación.
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2.1.3. Problema de optimización dual

Aplicando la propiedad distributiva del producto punto y de la multiplicación en la ecuación del
Lagrangiano se obtiene lo siguiente:

L =
1

2
||w||2 −

m∑
i=1

αi[yi(w · xi + b)− 1]

=
1

2
||w||2 −

m∑
i=1

αiyi(w · xi)−
m∑
i=1

αiyib+

m∑
i=1

αi

=
1

2
||w||2 −w ·

m∑
i=1

αiyixi − b
m∑
i=1

αiyi +

m∑
i=1

αi (2.9)

Al sustituir las ecuaciones (2.5) y (2.6) en la ecuación (2.9) se obtiene lo siguiente:

=
1

2
||w||2 −w ·w +

m∑
i=1

αi

=
1

2
||w||2 − ||w||2 +

m∑
i=1

αi

=

m∑
i=1

αi −
1

2
||w||2

=

m∑
i=1

αi −
1

2
||

m∑
i=1

αiyixi||2

=

m∑
i=1

αi −
1

2

m∑
i,j=1

αiαjyiyj(xi · xj) (2.10)

La expresión (2.10) es conocida como la función dual del problema de máquinas de soporte vectorial
g(α), g : <m → <. Una de las más importantes propiedades de la función dual de cualquier
problema de optimización de minimización (convexo o no convexo) es que provee una cota inferior
al valor óptimo del problema de optimización primal en cuestión, es decir, para cualquier α tal
que αi ≥ 0 ∀ i ∈ {1, 2, ...,m} se cumple que

g(α) ≤ p∗ (2.11)

donde p∗ denota el valor óptimo del problema de optimización primal en cuestión, es decir, el
mínimo valor que la función objetivo puede tomar y que además cumpla con las restricciones de
optimización.

Al problema de maximizar la función dual g(α) con las restricciones αi ≥ 0 ∀ i ∈ {1, 2, ...,m} y
la restricción impuesta por la ecuación (2.6), se le conoce como el problema de optimización dual
para las máquinas de soporte vectorial en su caso separable:



CAPÍTULO 2. MARCO TEÓRICO: MÁQUINAS DE SOPORTE VECTORIAL 12

máx
α

m∑
i=1

αi −
1

2

m∑
i,j=1

αiαjyiyj(xi · xj) (2.12)

s. t.
m∑
i=1

αiyi = 0, αi ≥ 0 ∀ i ∈ {1, 2, ...,m}

Las soluciones encontradas w∗ y α∗ a los problemas de optimización primal y dual de las máquinas
de soporte vectorial cumplen con la ecuación (2.5):

w∗ =
m∑
i=1

α∗i yixi

Como los vectores de soporte yacen en los hiperplanos marginales, para cualquier vector de soporte
xi se cumple que w∗ · xi + b∗ = yi, por lo que b∗ puede calcularse con la siguiente ecuación:

b∗ = yi −w∗ · xi = yi − (

m∑
j=1

α∗jyjxj) · xi = yi −
m∑
j=1

α∗jyj(xj · xi) (2.13)

Ya que se obtienen los valores de α∗,w∗ y b∗, el modelo de clasi�cación que retornan las máquinas
de soporte vectorial (también llamado hiperplano de separación óptima) es la función:

h(x) = sgn(w∗ · x + b∗) = sgn(

m∑
i=1

α∗i yi(xi · x) + b∗) (2.14)

donde x es un nuevo objeto por clasi�car y la función sgn : < → {+1,−1} es la función signo, que
devuelve sgn(k) = +1 ∀ k ≥ 0 y sgn(k) = −1 ∀ k < 0.

2.2. Máquinas de soporte vectorial. Caso no separable

En la mayoría de los casos prácticos, la muestra de entrenamiento S recibida por las máquinas
de soporte vectorial no es linealmente separable, es decir, para cualquier hiperplano con ecuación
w · x + b = 0, existe al menos un objeto xi ∈ S tal que:

yi[w · xi + b] � 1 (2.15)

Esta condición es problemática ya que no existiría una solución que cumpla con las restricciones
impuestas en el problema de optimización primal (2.4). Sin embargo, éstas restricciones pueden
modi�carse de tal manera que el problema de optimización primal aún pueda encontrar una solu-
ción. Para realizar esta modi�cación, se introducen variables de holgura (slack variables) ξi ≥ 0 ∀
i ∈ {1, 2, ...,m} tal que:
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Figura 2.3: Hiperplano de separación que clasi�ca incorrectamente al objeto xi y clasi�ca correc-
tamente al objeto xj , aunque con un margen menor a 1.

yi[w · xi + b] ≥ 1− ξi (2.16)

La variable de holgura ξi mide la distancia por la que el objeto xi sobrepasa la desigualdad deseada
yi[w · xi + b] ≥ 1. La �gura 2.3, tomada de [2], muestra esta situación. Dado un hiperplano de
separación de�nido por la ecuación w ·x+ b = 0, a un objeto xi que tenga una variable de holgura
ξi > 0 lo denominaremos anomalía (outlier en inglés). Cada objeto xi debe de encontrarse en el
lado correcto del espacio dividido por el correspondiente hiperplano marginal w · xi + b = yi para
no ser considerado una anomalía. En las siguientes secciones, se presentan los problemas primal y
dual en el caso no separable, y se caracterizarán los vectores de soporte para este caso.

2.2.1. Problema de optimización primal

La forma del problema de optimización primal en el caso no separable es simplemente una modi�-
cación del caso separable introduciendo en el problema las variables de holgura ξi. Se introduce la
variable de penalización C ≥ 0, que determina la manera en que interactuan la minimización del

término ||w||2 y la minimización de las variables de holgura
m∑
i=1

ξpi en el problema de optimización.

mı́n
w,b,ξ

1

2
||w||2 + C

m∑
i=1

ξpi (2.17)

s. t. yi(w · xi + b) ≥ 1− ξi, ξi ≥ 0 ∀ i ∈ {1, 2, ...,m}

donde el vector de holgura ξ es un vector compuesto de m variables de holgura ξi ≥ 0, i ∈
{1, 2, ...,m}, por lo que ξ ∈ <m+ .

La idea de incluir el término
m∑
i=1

ξpi en el problema de optimización (2.17) es tratar de minimizar la

cantidad total de holgura provocada por los objetos que son anomalías. Como en el caso separable,
el problema (2.17) es un problema de optimización convexa ya que las funciones de restricción
son a�nes y la función objetivo es convexa para cualquier p ≥ 1, por lo que, también presenta la
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propiedad de tener una solución única (w∗, b∗). Los valores típicos utilizados para p son p = 1 o
p = 2. El análisis presentado en las siguientes secciones se realiza con el valor de p = 1, que es el
más comunmente utilizado.

2.2.2. Vectores de soporte

Al igual que en el caso separable, el problema de optimización en el caso no separable presenta una
función objetivo convexa y diferenciable, y funciones de restricción a�nes y diferenciables, por lo
que se pueden utilizar las condiciones de Karush-Kuhn-Tucker (KKT) para resolverlo. Se presentan
las variables o multiplicadores de Lagrange αi ≥ 0, i ∈ {1, 2, ...,m} asociados a las primeras m
restricciones, con su respectivo vector α ∈ <m+ y los multiplicadores βi ≥ 0, i ∈ {1, 2, ...,m}
asociados a las restricciones de no negatividad de las variables de holgura, con su respectivo vector
β ∈ <m+ . El Lagrangiano queda entonces expresado de la siguiente manera:

L(w, b, ξ,α,β) =
1

2
||w||2 + C

m∑
i=1

ξi −
m∑
i=1

αi[yi(w · xi + b)− 1 + ξi]−
m∑
i=1

βiξi (2.18)

Como en el caso separable, las condiciones de Karush-Kuhn-Tucker se obtienen igualando a cero
el gradiente del Lagrangiano con respecto a las variables w, b y ξi ∀ i ∈ {1, 2, ...,m} junto con las
condiciones de holgura complementaria:

∇wL = w−
m∑
i=1

αiyixi = 0 =⇒ w =

m∑
i=1

αiyixi (2.19)

∇bL = −
m∑
i=1

αiyi = 0 =⇒
m∑
i=1

αiyi = 0 (2.20)

∀i,∇ξiL = C − αi − βi = 0 =⇒ C = αi + βi (2.21)

∀i, αi[yi(w · xi + b)− 1 + ξi] = 0 =⇒ αi = 0 ∨ yi(w · xi + b) = 1− ξi (2.22)

∀i, βiξi = 0 =⇒ βi = 0 ∨ ξi = 0 (2.23)

De manera idéntica al caso separable, se observa en la ecuación (2.19) que el vector w que retornan
las máquinas de soporte vectorial es una combinación lineal de los objetos x1,x2, ...,xm de la
muestra de entrenamiento S. Un objeto xi aparecerá en esta combinación lineal si y sólo si αi 6= 0.
Estos objetos son llamados vectores de soporte. La diferencia con respecto al caso separable es
que en este caso existen dos tipos de vectores de soporte. Debido a las condiciones de holgura
complementaria (2.22), si αi 6= 0, entonces yi(w·xi+b) = 1−ξi. Si ξi = 0, entonces yi(w·xi+b) = 1
y el objeto xi yace en algún hiperplano marginal, al igual que en el caso separable. De lo contrario,
ξi 6= 0, lo que implica que el objeto xi es una anomalía. En este caso, dado que ξi 6= 0, (2.23)
implica que βi = 0 y (2.21) implica que αi = C.
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Por lo tanto, los vectores de soporte son anomalías (cuando αi = C) o se encuentran en los
hiperplanos marginales w · xi + b = ±1 (cuando 0 < αi < C).

Como en el caso separable, se puede observar que los objetos que no son anomalías ni yacen en los
hiperplanos marginales no afectan a la solución que retornan las máquinas de soporte vectorial,
por lo que, en su ausencia, la solución al problema de SVM se mantendría sin cambios. De manera
similar, aunque el vector w retornado por las SVM es único, los vectores de soporte pueden no
serlo.

2.2.3. Problema de optimización dual

Aplicando la propiedad distributiva del producto punto y de la multiplicación en la ecuación del
Lagrangiano se obtiene lo siguiente:

L =
1

2
||w||2 + C

m∑
i=1

ξi −
m∑
i=1

αi[yi(w · xi + b)− 1 + ξi]−
m∑
i=1

βiξi

=
1

2
||w||2 + C

m∑
i=1

ξi −
m∑
i=1

αiyi(w · xi)−
m∑
i=1

αiyib+

m∑
i=1

αi −
m∑
i=1

αiξi −
m∑
i=1

βiξi

=
1

2
||w||2 −w ·

m∑
i=1

αiyixi − b
m∑
i=1

αiyi +

m∑
i=1

αi +

m∑
i=1

(C − αi − βi)ξi (2.24)

Al sustituir las ecuaciones (2.19),(2.20) y (2.21) en la ecuación (2.24) se obtiene lo siguiente:

=
1

2
||w||2 −w ·w +

m∑
i=1

αi

=
1

2
||w||2 − ||w||2 +

m∑
i=1

αi

=

m∑
i=1

αi −
1

2
||w||2

=

m∑
i=1

αi −
1

2
||

m∑
i=1

αiyixi||2

=

m∑
i=1

αi −
1

2

m∑
i,j=1

αiαjyiyj(xi · xj) (2.25)

Se puede observar que la ecuación (2.25) es exactamente igual que la ecuación (2.10) del caso
separable. Sin embargo, además de las restricciones del problema de optimización dual del caso
separable, en este caso se debe añadir la restricción de los multiplicadores de Lagrange βi ≥ 0.
Dada la ecuación (2.21), esta restricción es equivalente a la restricción αi ≤ C. Por lo tanto, el
problema de optimización dual en el caso no separable queda de�nido de la siguiente manera:
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máx
α

m∑
i=1

αi −
1

2

m∑
i,j=1

αiαjyiyj(xi · xj) (2.26)

s. t.
m∑
i=1

αiyi = 0, 0 ≤ αi ≤ C ∀ i ∈ {1, 2, ...,m}

Al igual que en el caso separable, las soluciones encontradas w∗ y α∗ a los problemas de optimi-
zación primal y dual cumplen con la ecuación (2.19):

w∗ =
m∑
i=1

α∗i yixi

De manera similar, b∗ puede calcularse ocupando cualquier vector de soporte que se encuentre en
alguno de los hiperplanos marginales, es decir, cualquier objeto xi con 0 < αi < C. Para tales
vectores de soporte, se cumple que w∗ · xi + b∗ = yi, por lo tanto:

b∗ = yi −w∗ · xi = yi −
m∑
j=1

α∗jyj(xj · xi) (2.27)

Como en el caso separable, ya que se obtienen los valores de α∗,w∗ y b∗, el hiperplano de separación
óptima que retornan las máquinas de soporte vectorial para un nuevo objeto x por clasi�car es la
función:

h(x) = sgn(w∗ · x + b∗) = sgn(

m∑
i=1

α∗i yi(xi · x) + b∗) (2.28)

2.3. Máquinas de soporte vectorial con ponderación

Al utilizar las máquinas de soporte vectorial para tareas de clasi�cación, existen algunos casos en
los que ciertos objetos del conjunto de entrenamiento son más importantes que otros. En casos
como éstos, sería preferible que el hiperplano de separación clasi�cara de manera correcta a los
objetos con mayor importancia, aún cuando se equivocará al clasi�car a otros objetos en el con-
junto de entrenamiento. El esquema tradicional de máquinas de soporte vectorial no tiene manera
de manejar estos casos, ya que todos los objetos tienen la misma importancia en el planteamien-
to matemático del problema, así como en el problema de optimización asociado. El esquema de
máquinas de soporte vectorial con ponderación [19] (WSVM, por sus siglas en inglés) es una mo-
di�cación del método original que incorpora un peso 0 ≤ ηi ≤ 1 ∀ i ∈ {1, 2, ...,m} asociado a cada
objeto xi del conjunto de entrenamiento S. Este peso denota la importancia de cada objeto en la
tarea de clasi�cación. Las máquinas de soporte vectorial con ponderación han sido utilizadas para
análisis de sentimientos en redes sociales [20], diagnóstico de enfermedades [21], y predicción de
la localización subcelular de proteínas [22]. En las siguientes secciones, se presentan los problemas
primal y dual para las máquinas de soporte vectorial con ponderación, y se caracterizarán los
vectores de soporte para este caso. Una modi�cación de este esquema es utilizada en el trabajo
propuesto en esta tesis. Esta modi�cación integra en el esquema de máquinas de soporte vectorial
con ponderación la información estadística encontrada por el algoritmo de agrupación utilizado.
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2.3.1. Problema de optimización primal

La modi�cación que se realiza al esquema tradicional de las máquinas de soporte vectorial en el
caso ponderado es introduciendo en el problema de optimización primal los pesos ηi.

mı́n
w,b,ξ

1

2
||w||2 + C

m∑
i=1

ηiξi (2.29)

s. t. yi(w · xi + b) ≥ 1− ξi, ξi ≥ 0 ∀ i ∈ {1, 2, ...,m}

Denotaremos a η como el vector de pesos compuesto de m pesos 0 ≤ ηi ≤ 1, i ∈ {1, 2, ...,m}, por
lo que η ∈ <m+ .

Como en los demás casos, el problema (2.29) es un problema de optimización convexa ya que
las funciones de restricción son a�nes y la función objetivo es convexa, por lo que, presenta la
propiedad de tener una solución única (w∗, b∗).

2.3.2. Vectores de soporte

Como en los dos casos anteriores, el problema de optimización en el caso ponderado presenta una
función objetivo convexa y diferenciable, y funciones de restricción a�nes y diferenciables, por
lo que se pueden utilizar las condiciones de Karush-Kuhn-Tucker (KKT) para resolverlo. Siendo
los multiplicadores de Lagrange αi ≥ 0, i ∈ {1, 2, ...,m} asociados a las primeras m restricciones,
con su respectivo vector α ∈ <m+ y los multiplicadores βi ≥ 0, i ∈ {1, 2, ...,m} asociados a las
restricciones de no negatividad de las variables de holgura, con su respectivo vector β ∈ <m+ , el
Lagrangiano queda expresado de la siguiente manera:

L(w, b, ξ,α,β) =
1

2
||w||2 + C

m∑
i=1

ηiξi −
m∑
i=1

αi[yi(w · xi + b)− 1 + ξi]−
m∑
i=1

βiξi (2.30)

Como en los casos anteriores, las condiciones de Karush-Kuhn-Tucker se obtienen igualando a cero
el gradiente del Lagrangiano con respecto a las variables w, b y ξi ∀ i ∈ {1, 2, ...,m} junto con las
condiciones de holgura complementaria:

∇wL = w−
m∑
i=1

αiyixi = 0 =⇒ w =

m∑
i=1

αiyixi (2.31)

∇bL = −
m∑
i=1

αiyi = 0 =⇒
m∑
i=1

αiyi = 0 (2.32)

∀i,∇ξiL = Cηi − αi − βi = 0 =⇒ Cηi = αi + βi (2.33)

∀i, αi[yi(w · xi + b)− 1 + ξi] = 0 =⇒ αi = 0 ∨ yi(w · xi + b) = 1− ξi (2.34)
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∀i, βiξi = 0 =⇒ βi = 0 ∨ ξi = 0 (2.35)

Al igual que en los casos anteriores, se observa de la ecuación (2.31) que el vector w que retornan
las máquinas de soporte vectorial es una combinación lineal de los objetos x1,x2, ...,xm de la
muestra de entrenamiento S. Un objeto xi aparecerá en esta combinación lineal si y sólo si αi 6= 0.
Estos objetos serán los vectores de soporte. Como en el caso no separable, existen dos tipos de
vectores de soporte. Debido a las condiciones de holgura complementaria (2.34), si αi 6= 0, entonces
yi(w ·xi + b) = 1− ξi. Si ξi = 0, entonces yi(w ·xi + b) = 1 y el objeto xi yace en algún hiperplano
marginal. De lo contrario, ξi 6= 0, lo que implica que el objeto xi es una anomalía. En este caso,
dado que ξi 6= 0, (2.35) implica que βi = 0 y (2.33) implica que αi = Cηi.

Por lo tanto, los vectores de soporte son anomalías (cuando αi = Cηi) o se encuentran en los
hiperplanos marginales w · xi + b = ±1.

Como en los casos anteriores, se observa que los objetos que no son anomalías ni yacen en los
hiperplanos marginales no afectan a la solución que retornan las máquinas de soporte vectorial,
por lo que, en su ausencia, la solución al problema de SVM se mantendría sin cambios. De manera
similar, aunque el vector w retornado por las SVM es único, los vectores de soporte pueden no
serlo.

2.3.3. Problema de optimización dual

Aplicando la propiedad distributiva del producto punto y de la multiplicación en la ecuación del
Lagrangiano se obtiene lo siguiente:

L =
1

2
||w||2 + C

m∑
i=1

ηiξi −
m∑
i=1

αi[yi(w · xi + b)− 1 + ξi]−
m∑
i=1

βiξi

=
1

2
||w||2 + C

m∑
i=1

ηiξi −
m∑
i=1

αiyi(w · xi)−
m∑
i=1

αiyib+

m∑
i=1

αi −
m∑
i=1

αiξi −
m∑
i=1

βiξi

=
1

2
||w||2 −w ·

m∑
i=1

αiyixi − b
m∑
i=1

αiyi +

m∑
i=1

αi +

m∑
i=1

(Cηi − αi − βi)ξi (2.36)

Al sustituir las ecuaciones (2.31),(2.32) y (2.33) en la ecuación (2.36) se obtiene lo siguiente:
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=
1

2
||w||2 −w ·w +

m∑
i=1

αi

=
1

2
||w||2 − ||w||2 +

m∑
i=1

αi

=

m∑
i=1

αi −
1

2
||w||2

=

m∑
i=1

αi −
1

2
||

m∑
i=1

αiyixi||2

=

m∑
i=1

αi −
1

2

m∑
i,j=1

αiαjyiyj(xi · xj) (2.37)

Se puede observar que la función objetivo (2.37) del problema de optimización dual en el caso
ponderado es idéntica a los casos anteriores. Sin embargo, existe una ligera modi�cación en una
de las restricciones con respecto al problema de optimización dual del caso no separable. Dada
la ecuación (2.33), si βi ≥ 0, entonces αi ≤ Cηi ∀ i ∈ {1, 2, ...,m}. Por lo tanto, el problema de
optimización dual en el caso ponderado queda de�nido de la siguiente manera:

máx
α

m∑
i=1

αi −
1

2

m∑
i,j=1

αiαjyiyj(xi · xj) (2.38)

s. t.
m∑
i=1

αiyi = 0, 0 ≤ αi ≤ Cηi ∀ i ∈ {1, 2, ...,m}

Al igual que en los casos anteriores, las soluciones encontradas w∗ y α∗ a los problemas de opti-
mización primal y dual cumplen con la ecuación (2.31):

w∗ =
m∑
i=1

α∗i yixi

De manera similar, b∗ puede calcularse ocupando cualquier vector de soporte que se encuentre en
alguno de los hiperplanos marginales. Para tales vectores de soporte, se cumple que w∗ ·xi+b∗ = yi,
por lo tanto:

b∗ = yi −w∗ · xi = yi −
m∑
j=1

α∗jyj(xj · xi) (2.39)

Obtenidos los valores de α∗,w∗ y b∗, el modelo de clasi�cación para un nuevo objeto x por clasi�car
es la función:

h(x) = sgn(w∗ · x + b∗) = sgn(

m∑
i=1

α∗i yi(xi · x) + b∗) (2.40)



Capítulo 3

Marco teórico: k-medoides

La práctica de agrupar objetos de acuerdo a similitudes percibidas entre dichos objetos es la base
de gran parte de la ciencia. Organizar datos e información de manera coherente es uno de las
expresiones mas fundamentales de la comprensión y el aprendizaje [25].

La tarea de agrupamiento (clustering en inglés) es una de las tareas de aprendizaje no supervisado
que busca la organización de una colección de objetos en grupos, basándose en la similitud o
diferencia entre ellos. Intuitivamente, los objetos dentro de un mismo grupo son más similares
entre sí que a un objeto que pertenece a un grupo diferente. Un ejemplo de agrupación se muestra
en la �gura 3.1 [23]. Los objetos de entrada al método de agrupamiento se muestran en la �gura 3.1
(a), y los grupos obtenidos se muestran en la �gura 3.1 (b). A los objetos pertenecientes al mismo
grupo se les asigna la misma etiqueta 1, 2, 3, 4, 5, 6 ó 7, respectivamente. La variedad de técnicas
para representar un dato, las posibles funciones que se pueden utilizar para medir la similitud o
diferencia entre los objetos de entrada y los distintos criterios al agrupar objetos han producido
una extensa variedad de métodos de agrupación.

En este capítulo se presentan los métodos de agrupamiento k-medias y k-medoides. Primero se
presenta el algoritmo de k-medias, que realiza la partición de un conjunto de datos en k grupos,
utilizando como criterio la distancia euclidiana entre los objetos en la muestra de entrenamiento.
Después, se presenta el algoritmo de k-medoides, que es una modi�cación del algoritmo k-medias.

3.1. Planteamiento general de un problema de agrupamiento

En el campo del aprendizaje de máquina, Everitt indica que es difícil proporcionar una de�nición
formal de grupo (cluster) [28]. Después, en 1980, Everitt documenta algunas de las siguientes
de�niciones:

�A cluster is a set of entities which are alike, and entities from di�erent clusters are not alike". [27]

�Un grupo es un conjunto de entidades que son semejantes, y entidades de diferentes grupos no
son semejantes".

20
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Figura 3.1: Ejemplo en un espacio de dos dimensiones de un posible agrupamiento de datos

�A cluster is an aggregation of points in the test space such that the distance between any two
points in the cluster is less than the distance between any point in the cluster and any point not
in it". [27]

�Un grupo es una agregado de objetos en el espacio de prueba tal que la distancia entre dos objetos
cualesquiera en el grupo es menor que la distancia entre cualquier objeto en el grupo y cualquier
objeto fuera de él".

�Clusters may be described as connected regions of a multi-dimensional space containing a relatively
high density of points, separated from other such regions by a region containing a relatively low
density of points". [27]

"Los grupos pueden ser descritos como regiones conectadas de un espacio multidimensional conte-
niendo una relativa alta densidad de objetos, separado de otras regiones similares por una región
que contiene una relativa baja densidad de objetos".

Las últimas dos de�niciones asumen que los objetos que se pretende agrupar son representados como
puntos en algún cierto espacio. Intuitivamente, los humanos reconocemos un grupo al observarlo
en dos dimensiones, como se puede veri�car en la �gura 3.1, aunque no es del todo claro como
realizamos esta acción de manera tan aparentemente sencilla [25].

Existen dos maneras principales de realizar agrupamiento: Agrupamiento particional y agrupa-
miento jerárquico. Los algoritmo de k-medias y k-medoides pertenecen al tipo de agrupamiento
particional, que podemos de�nir de la siguiente manera [26] [31]:

Dado un conjunto de objetos X = {x1,x2, ...,xm} donde xi = (xi1, xi2, ..., xiN ), un método de
agrupamiento particional buscará dividir al conjunto X en k particiones (m ≥ k ≥ 1, k ∈ N donde
N denota el conjunto de los números naturales) C = {C1, C2, ..., Ck} tal que:
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Ci 6= ∅, ∀ i ∈ {1, 2, ..., k}

k⋃
i=1

Ci = X

Ci ∩ Cj = ∅, ∀ i, j ∈ {1, 2, ..., k}, i 6= j

En el agrupamiento particional cada objeto xi es asociado exclusivamente a un sólo grupo. Además,
los objetos deben de estar agrupados de tal manera que los objetos en un mismo grupo sean más
"similares� entre sí que lo que son a objetos de otros grupos. Para realizar lo anterior, se debe
de�nir una función f : X×X→ < que "mida� la similitud (o diferencia) entre un par de objetos.

3.2. k-medias

El algoritmo de k-medias fue propuesto por MacQueen [24] en 1967. Fisher [29] y Cox [30] habían
estudiado problemas similares dando versiones aproximadas del algoritmo. Un seguimiento mas a
detalle de la historia del algoritmo de k-medias junto con la descripción de algunas variaciones del
algoritmo es dada en [25]. La importancia del algoritmo de k-medias como técnica de agrupamiento
y en el campo de minería de datos es resaltada en [32] y [33]. A continuación se presenta el algoritmo
de k-medias, mencionando sus limitaciones e inconvenientes.

Se considera un conjunto de objetos X = {x1,x2, ...,xm} donde xi ∈ <N ∀ i ∈ {1, 2, ...,m} y
un número de grupos k ≥ 1. El algoritmo comienza seleccionando k puntos en <N que servirán
como los representantes o centroides iniciales de los k grupos, denotados como cj ∀ j ∈ {1, 2, ..., k},
uno para cada grupo Cj . Existen diversas formas de elegir los centroides iniciales. Una de ellas es
eligiendo k objetos al azar del conjunto X y otra es eligiendo k puntos al azar en el espacio <N ,
por mencionar algunas. La versión del algoritmo de k-medias que se presenta en este documento
elige k puntos al azar en el espacio <N como centroides iniciales. El siguiente paso es tomar cada
objeto que pertenece al conjunto X y asignarlo al grupo con el centroide más cercano. Cuando
todos los objetos han sido asignados a su respectivo grupo, se recalculan las posiciones de los k
centroides como el centro o la media de los objetos asignados a cada grupo en el paso anterior.
Esta es la razón por la que el algoritmo se llama k-medias. Una vez actualizados los k centroides,
se vuelve a asignar cada objeto xi del conjunto X al grupo con el centroide más cercano, y el
proceso se repite. Existen diversos criterios de paro, pero el más común es detener el ciclo una vez
que los k centroides no cambian su posición entre una iteración y otra. La ejecución del algoritmo
se muestra de manera grá�ca en un espacio <2 de dos dimensiones en la �gura 3.2, tomada de [31].
Cada iteración ocupa mk comparaciones, que determina la complejidad temporal de una iteración.
El número de iteraciones requerido para la convergencia varía y puede depender de N , sin embargo,
la complejidad de este algoritmo se puede considerar lineal en el tamaño del conjunto de objetos
(m).

El algoritmo de k-medias busca una partición que minimice el error cuadrático expresado en la
siguiente ecuación [32]:

m∑
i=1

(
mı́n
j
||xi − cj ||2

)
(3.1)
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Figura 3.2: Ejecución del algoritmo k-medias. Los puntos verdes representan al conjunto de entrada
X en un espacio de dos dimensiones. Los centroides se indican con las cruces azul y roja.

Diferentes elecciones de los k centroides iniciales pueden ocasionar diferentes agrupamientos �nales
debido a que un algoritmo basado en el criterio del error cuadrático puede converger a mínimos
locales [25].

El algoritmo de k-medias es sencillo y fácil de implementar para resolver una gran cantidad de
problemas prácticos. Su complejidad temporal es O(mkN). Como k y N son usualmente mucho
menores que m, en la práctica se considera que la complejidad del algoritmo de k-medias es lineal
con respecto al tamaño m del conjunto de entrada.

Sin embargo, el algoritmo cuenta con algunas limitaciones e inconvenientes que a continuación se
resumen. Como se menciono anteriormente, el procedimiento iterativo del algoritmo k-medias no
garantiza converger al óptimo global. Además, como es necesario calcular las medias de los grupos,
el algoritmo esta limitado a trabajar en <N , es decir, no puede trabajar con objetos con atributos
categóricos como colores (rojo, azul, etc.) o tamaños (grande, pequeño, mediano, etc.). Otro in-
conveniente es que, debido a que se utiliza como función de diferencia la distancia euclidiana, los
grupos retornados por el algoritmo de k-medias tienden a tener geometría hiperesférica o convexa,
por lo que, si los grupos por encontrar tuvieran otro tipo de geometría (una espiral, un anillo,
etc.), el algoritmo de k-medias ya no sería efectivo. Finalmente, es importante mencionar que no se
conoce un método e�caz y universal para identi�car los centroides iniciales y el número de grupos
k.



CAPÍTULO 3. MARCO TEÓRICO: K-MEDOIDES 24

Algoritmo 1: Algoritmo de k-medias
Entrada: Conjunto de objetos X, número k de grupos a formar
Salida : Una partición de X

1 Seleccionar al azar k centroides cj ∈ <N ∀ j ∈ {1, 2, ..., k};
2 Crear k grupos Cj tal que Cj = {cj} ∀ j ∈ {1, 2, ..., k};
3 repeat

4 Calcular y almacenar la distancia d(xi, cj) entre cada objeto xi ∈ X y cada uno de los k
centroides cj , d(xi, cj)←− ||xi − cj || ;

5 Asignar cada objeto xi ∈ X al grupo Cj que contenga el centroide cj más cercano,
Cj ←− Cj

⋃
xi : argmin

j
d(xi, cj);

6 Calcular la nueva posición del centroide de cada grupo, cj ←− 1
|Cj |

∑
x∈Cj

x;

7 until el conjunto de centroides cj sea idéntico que el de la iteración anterior ;

3.3. k-medoides

Una de las limitantes del algoritmo de k-medias es que sólo puede ocuparse con objetos en un
espacio <N , ya que es necesario calcular las medias de cada grupo. Una modi�cación al algoritmo
de k-medias fue propuesta en 1987 por Kaufman y Rousseeuw [34] [35]. El algoritmo modi�cado es
llamado k-medoides, y en lugar de actualizar los centroides cj de cada grupo Cj utilizando la media
de los objetos que pertenecen al grupo Cj , el algoritmo de k-medoides actualiza los centroides cj
utilizando el medoide del correspondiente grupo Cj , que es el objeto x∗ más representativo del
grupo Cj .

Debido a que ya no se calculan las medias de los grupos, el algoritmo ya no está limitado a
trabajar en <N , por lo que se pueden ocupar otras funciones de semejanza o diferencia f(xi,xj)
entre objetos. El medoide de un grupo Cj se puede de�nir como el objeto x ∈ Cj cuyo promedio
de semejanza a todos los objetos en el grupo es máxima, es decir, es el objeto más �céntrico"del
grupo. El algoritmo de k-medoides busca maximizar la suma de semejanzas entre cada objeto y su
centroide correspondiente.

Figura 3.3: Ejemplo de la diferencia entre la media y el medoide de un grupo de objetos

La principal diferencia del algoritmo k-medoides con respecto al algoritmo de k-medias es que
los centroides cj de cada grupo Cj tienen que pertenecer al conjunto de datos entrada X que se
pretende agrupar, como se muestra en la �gura 3.3, tomada de [36].
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Algoritmo 2: Algoritmo de k-medoides
Entrada: Conjunto de objetos X, número k de grupos a formar
Salida : Una partición de X

1 Seleccionar al azar k objetos xp ∈ X del conjunto de entrada como centroides iniciales cj ;
2 Crear k grupos Cj tal que Cj = {cj} ∀ j ∈ {1, 2, ..., k};
3 repeat

4 Calcular y almacenar la semejanza f(xi, cj) entre cada objeto xi ∈ X y cada uno de los
k centroides cj ;

5 Asignar cada objeto xi ∈ X al grupo Cj que contenga el centroide cj más semejante a
xi, Cj ←− Cj

⋃
xi : argmax

j
f(xi, cj);

6 Calcular la nueva posición del centroide de cada grupo,
cj ←− x : argmax

x∈Cj

1
|Cj |

∑
xi∈Cj

f(x,xi);

7 until el conjunto de centroides cj sea idéntico que el de la iteración anterior ;



Capítulo 4

Trabajos relacionados

Debido a la complejidad temporal O(m3) y espacial O(m2) del entrenamiento de las máquinas
de soporte vectorial, una porción signi�cativa de la investigación relacionada a las máquinas de
soporte vectorial se enfoca en el desarrollo de métodos e�cientes para su entrenamiento [38]. Estos
métodos han sido clasi�cados en las siguientes categorías: reducción de datos, descomposición,
algunas variantes de las máquinas de soporte vectorial y otros métodos que utilizan heurísticas
o cómputo paralelo [13] [37]. En este capítulo se expone una breve descripción de estos métodos,
enfatizando y cubriendo con mayor detalle los métodos de reducción de datos, debido a que el
método propuesto en esta tesis cae en esta categoría.

4.1. Métodos de descomposición

El hiperplano de separación óptima descrito por la ecuación (2.14) que se obtiene al utilizar las má-
quinas de soporte vectorial es computado resolviendo el problema de optimización de programación
cuadrática descrito en (2.4), (2.17) ó (2.29), respectivamente.

Los métodos de descomposición abordan el problema del entrenamiento de las máquinas de soporte
vectorial optimizando de manera iterativa sólo las variables que pertenecen a un cierto subconjunto
llamado conjunto de trabajo (working set en inglés). Las variables que no pertenecen al conjunto de
trabajo se consideran �jas. El éxito del método depende de gran manera de la selección del conjunto
de trabajo [51] [52]. Osuna, Freund y Girosi [53] encuentran el conjunto de trabajo escogiendo las
variables que no cumplen con las condiciones de Karush-Kuhn-Tucker.

Probablemente el algoritmo de descomposición más famoso es el algoritmo de optimización secuen-
cial mínima (SMO por sus siglas en inglés) [54]. SMO considera el tamaño más pequeño posible
para el conjunto de trabajo: sólo dos variables. Otros métodos de descomposición aparecen en [52],
[53] y [55].

26
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4.2. Variantes de máquinas de soporte vectorial

Algunos investigadores han modi�cado el problema de optimización de programación cuadrática
original asociado a las máquinas de soporte vectorial para acelerar su tiempo de entrenamiento,
a costa de perder precisión en la clasi�cación. Una de éstas modi�caciones es llamada versión de
mínimos cuadrados de las máquinas de soporte vectorial (LS-SVM, por sus siglas en inglés) y fue
presentada por Suykens y Vandewalle en 1999 [49]. En esta modi�cación no se necesita resolver un
problema de optimización de programación cuadrática, sino sólamente un sistema de ecuaciones
lineales.

Otra variante presentada por Fung y Mangasarian [50], es llamada máquinas de soporte vectorial
proximales (PSVM, por sus siglas en inglés). Los hiperplanos proximales se de�nen de tal manera
que los objetos de una clase se agrupen alrededor del hiperplano proximal correspondiente y que
los hiperplanos proximales se encuentren tan alejados uno del otro tanto como sea posible. Esta va-
riante clasi�ca a los objetos asignándolos a uno de los dos hiperplanos proximales, especí�camente,
al hiperplano proximal al que se encuentre más cercano.

4.3. Otros métodos

En esta sección se mencionan algunos métodos que no se consideran en las demás categorías.

4.3.1. Máquinas de soporte vectorial en paralelo

Como su nombre lo sugiere, este tipo de métodos utilizan la potencia del cómputo en paralelo para
intentar resolver el problema del entrenamiento de las máquinas de soporte vectorial. Sin embargo,
la ejecución en paralelo es difícil debido a la dependencia entre pasos computacionales [39].

Uno de los enfoques más comunes al paralelizar es dividir el conjunto de entrenamiento en sub-
conjuntos y procesar cada uno de éstos subconjuntos en paralelo [39] [40]. Otro tipo de enfoques
al paralelizar son presentados en [41] y [42].

4.3.2. Semillas alfa (Alpha seeding)

El enfoque de semillas alfa (alpha seeding en inglés) consiste en proporcionar estimaciones iniciales
de los valores αi de los multiplicadores de Lagrange del problema de optimización dual de las
máquinas de soporte vectorial (descrito en la ecuación (2.12), (2.26) ó (2.38), respectivamente)
para resolverlo de manera mas e�ciente y mejorar el tiempo de entrenamiento. Métodos basados
en este enfoque se presentan en [43] y [44]. Es importante recordar que los valores αi de los
multiplicadores de Lagrange son esenciales para el problema de máquinas de soporte vectorial ya
que son los que de�nen cuales objetos son vectores de soporte.
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4.3.3. Entrenamiento en línea (On-line training)

Existen ocasiones en los que la adquisición de los datos de entrenamiento es caro y toma largos
periodos de tiempo. En consecuencia, es común que éstos datos se encuentren disponibles por
pequeños paquetes cada cierto periodo de tiempo, es decir, que no sea posible para un método
como las máquinas de soporte vectorial tener acceso a la muestra de entrenamiento por completo,
sino por �pedazos� entregados cada cierto periodo de tiempo. En escenarios como éste, es necesario
actualizar el modelo de clasi�cación de manera que tome en cuenta los nuevos objetos que le son
proporcionados sin comprometer la precisión de clasi�cación de los objetos con los que ya había
sido entrenado [45].

Los métodos incrementales son métodos que se desarrollaron para abordar este problema. Algunos
de los métodos basados en este enfoque se presentan en [45], [46], [47] y [48].

4.4. Métodos de reducción de datos

Como se menciono en el capítulo 2, los objetos que no son vectores de soporte no afectan a la
solución que retornan las máquinas de soporte vectorial, es decir, en su ausencia, la solución al
problema de SVM se mantendría sin cambios.

En el caso separable de las máquinas de soporte vectorial, sólo los objetos que yacen sobre los
hiperplanos marginales son candidatos a ser vectores de soporte. En el caso no separable, además
de los objetos que yacen sobre los hiperplanos marginales, sólo los objetos considerados anomalías
(outliers) son candidatos a ser vectores de soporte. Considerando lo anterior, es probable que la
gran mayoría de objetos en el conjunto de entrenamiento no sean candidatos a ser vectores de
soporte, ya que en la mayoría de los casos prácticos pocos objetos del conjunto de entrenamiento
son anomalías o yacen en los hiperplanos marginales.

Tomando en cuenta lo anterior, el enfoque de los métodos de reducción de datos para entrenar
máquinas de soporte vectorial es crear o seleccionar un subconjunto R de tamaño n < m a partir
del conjunto de entrenamiento S y entrenar el método de máquinas de soporte vectorial con este
subconjunto. Debido a que n < m, el tiempo de entrenamiento utilizando sólo n objetos es menor.

Se han propuesto diversas maneras de escoger el subconjunto R. Algunas de ellas eliminan objetos
del conjunto de entrenamiento original, mientras que otras construyen el subconjunto R de manera
incremental agregando objetos que, mediante algún criterio, se estiman que pueden ser fuertes
candidatos para ser vectores de soporte. Algunas de éstas técnicas utilizan heurísticas, mientras
que otras utilizan otros algoritmos de aprendizaje supervisado para seleccionar a los candidatos a
ser vectores de soporte.

Debido a la naturaleza de éste trabajo, se dividirán estas propuestas en dos tipos: las que utilizan
métodos de agrupamiento de aprendizaje de máquina para seleccionar el subconjunto R y las que
utilizan cualquier otro tipo de estrategia para seleccionar el subconjunto R. Ya que el método
propuesto en esta tesis utiliza un método de agrupamiento para seleccionar el subconjunto R, se
cubrirá con mayor detalle este tipo de métodos.



CAPÍTULO 4. TRABAJOS RELACIONADOS 29

4.4.1. Métodos de reducción de datos que no ocupan métodos de agru-
pamiento

En [58], Keerthi y sus colegas presentan un método que de manera voraz (greedily en inglés)
va incrementando un conjunto de vectores de soporte, tratando de maximizar la precisión de
clasi�cación del modelo obtenido. Bottou y sus colegas [59] proponen un algoritmo que remueve
objetos del conjunto de entrenamiento usando estimaciones probabilísticas inspirado en el algoritmo
presentado en [60]. Balcázar y sus colegas [56] [57] utilizan técnicas de muestreo aleatorio para
seleccionar los objetos del conjunto de entrenamiento que serán candidatos a ser vectores de soporte.
Schohn y Cohn [61] presentan una heurística de aprendizaje activo para reducir el número de
objetos en el conjunto de entrenamiento.

Lee y sus colegas [62] [63] proponen un método llamado máquinas de soporte vectorial reducidas
(RSVM, por sus siglas en inglés), en donde se asume que objetos del conjunto de entrenamiento
escogidos al azar pueden representar a todos los objetos en el conjunto de entrenamiento. En
[64], Peres y Pedreira proponen un esquema para seleccionar objetos clave en una muestra de
entrenamiento. Este esquema no sólo es aplicable a SVM, sino que también puede ser utilizado
en otros algoritmos de aprendizaje. La principal herramienta utilizada por este esquema es la
divergencia de Cauchy-Schwartz, que es utilizada como una medida de la diferencia entre dos
densidades de probabilidad.

Los métodos presentados en [65], [66], [67] y [68] asumen que los objetos de la muestra de en-
trenamiento cuyos vecinos más cercanos pertenecen a otra clase posiblemente se encuentren cerca
del hiperplano de separación. Algunos de éstos métodos incorporan en su esquema el algoritmo de
aprendizaje supervisado llamado k-vecinos más cercanos (k-NN por sus siglas en inglés).

López Chau presenta en [13] un par de métodos. Uno de ellos se basa en calcular la cáscara
convexa de los objetos de cada clase. El otro método combina el uso de árboles de decisión y del
discriminante lineal de Fisher.

4.4.2. Reducción de datos utilizando métodos de agrupamiento

Los algoritmos de k-medias y k-medoides fueron presentados en el capítulo 3 de esta tesis como
algoritmos de agrupamiento. Además de este par de algoritmos, existe una gran variedad de algo-
ritmos de agrupamiento que son utilizados en tareas de aprendizaje no supervisado. Algunos de
ellos han sido utilizados para pre-procesar el conjunto de entrenamiento de las máquinas de soporte
vectorial de distintas maneras. A continuación se presentarán algunos de estos enfoques.

En 2003, Yu y sus colegas [69] proponen un método llamado máquinas de soporte vectorial basa-
das en agrupamiento (CB-SVM, por sus siglas en inglés) que utiliza un algoritmo de agrupamiento
jerárquico para proveer a las SVM de un conjunto de entrenamiento reducido. El algoritmo de
agrupamiento jerárquico que se utiliza en este trabajo es llamado Agrupamiento y reducción itera-
tivo balanceado usando jerarquías (BIRCH, por sus siglas en inglés) propuesto en [70] por Zhang
y sus colegas.

Xiong y sus colegas [71] utilizan un método de agrupamiento sustractivo propuesto por Chiu [72]
para reducir el tamaño del conjunto de entrenamiento tratando de mantener la mayor cantidad
de información posible. En [73], Linda y Manic utilizan el algoritmo de gas neuronal creciente
(GNG, por sus siglas en inglés) propuesto por Fritzke en [74] para pre-procesar el conjunto de
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entrenamiento de las SVM. El algoritmo GNG es un algoritmo de agrupamiento capaz de aprender
las relaciones topológicas de un conjunto de datos.

Un método llamado mapas opuestos (Opposite maps en inglés) es propuesto por Neto y Barreto
[75] en 2013. Este método puede utilizar cualquier algoritmo de agrupamiento para realizar el pre-
procesamiento del conjunto de entrenamiento de las SVM, aunque especí�camente en el artículo
utilizan los algoritmos de k-medias, k-medias con kernel, mapa auto-organizado y GNG. La idea
fundamental de este método es realizar el agrupamiento de los objetos en cada clase para después
utilizar una heurística que busca los agrupamientos mas cercanos a los objetos de la clase contraria,
con la idea de que los vectores de soporte son objetos que usualmente se encuentran cercanos a los
objetos de la clase contraria.

De Almeida y sus colegas [80] presentan un método que ejecuta el algoritmo de k-medias sobre el
conjunto de entrenamiento original S sin tomar en cuenta la clase o etiqueta de los objetos. Los
grupos que contienen objetos de una misma clase son descartados y se almacenan solamente los
centroides de este tipo de grupos. De manera contraria, los grupos que contienen objetos de clases
distintas son preservados y se almacenan todos los objetos pertenecientes a este tipo de grupos.
Con el conjunto formado por los objetos y centroides almacenados después de este proceso, el
método de SVM es entrenado.

Koggalage y Halgamuge [79] proponen un método que puede utilizar cualquier algoritmo de agru-
pamiento para realizar el pre-procesamiento del conjunto de entrenamiento de las SVM para iden-
ti�car los grupos iniciales. Al igual que en el método propuesto por De Almeida y sus colegas, el
agrupamiento se realiza sobre el conjunto de entrenamiento S sin tomar en cuenta la clase o etique-
ta de los objetos. Una vez detectados los grupos iniciales, se identi�can los grupos que contengan
solamente objetos de la misma clase. A estos grupos se les llama grupos crujientes (crisp clusters en
inglés). El resto del método consiste en implementar una técnica para re�nar los grupos crujientes
de tal manera que se extraigan de ellos los posibles vectores de soporte. Aunque se mencionó que
el método puede utilizar cualquier algoritmo de agrupamiento, Koggalage y Halgamuge utilizan el
algoritmo de k-medias en su artículo.

Un método parecido al propuesto por De Almeida y sus colegas es propuesto en [81] por Tran y sus
colegas. Este método también ejecuta el algoritmo de k-medias sobre el conjunto de entrenamiento
original S. Sin embargo, en esta propuesta el agrupamiento de los objetos se realiza en cada clase,
tomando en cuenta la etiqueta de los objetos. Otra diferencia es que en este caso el método de SVM
es entrenado con un conjunto formado solamente por los centroides encontrados por el algoritmo
de k-medias.

Un método para acelerar el entrenamiento de las SVM basado en el algoritmo de k-medias es
propuesto en [88]. Al igual que el método propuesto en esta tesis, este método utiliza los centroides
devueltos por el algoritmo de k-medias para entrenar a las SVM. Sin embargo, este método se enfoca
en presentar una heurística para determinar el número k de grupos por formar y no presenta una
manera de incorporar la información estadística de los grupos formados en el esquema de SVM.

En [89], Yao y sus colegas presentan un algoritmo parecido al presentado en [80]. La idea básica es
la misma: ejecutar el algoritmo de k-medias sobre el conjunto de entrenamiento original S sin tomar
en cuenta la clase o etiqueta de los objetos y, una vez que se formaron los grupos, se buscan los
objetos que han sido agrupados junto con otros objetos de etiqueta distinta. Una vez encontrados,
Yao y sus colegas proponen utilizar el algoritmo de k vecinos más cercanos (k-NN por sus siglas
en inglés) para realizar una búsqueda de los posibles candidatos a vectores de soporte. Al igual
que sucede con el método propuesto en [88], la principal diferencia de éste método con el método
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propuesto en esta tesis es que éste método no incorpora la información de los grupos formados por
k-medias en el esquema de SVM.

Gu y Han presentan en [90] un método llamado máquinas de soporte vectorial agrupadas (CSVM
por sus siglas en inglés). Este algoritmo divide el conjunto de entrenamiento en varios grupos
utilizando el algoritmo de k-medias, y luego realiza el entrenamiento de SVM en cada grupo,
realizando una separación local para cada grupo. El método utiliza un término de regularización
global, que afecta a las soluciones encontradas de manera local de tal manera que hace que éstas
se �acerquen� entorno a una referencia global.

En [76], Li y sus colegas combinan el algoritmo de k-medias junto con una idea basada en el
grafo de Gabriel. El grafo de Gabriel es un grafo de�nido sobre un conjunto de vértices V en un
espacio euclidiano que expresa la noción de proximidad entre estos vértices. El grafo de Gabriel
fue propuesto en [77] por Gabriel y Sokal en 1969. En [76], el grafo de Gabriel es utilizado para
identi�car de manera aproximada cuales objetos son los posibles vectores de soporte. Otro algoritmo
que utiliza una combinación de k-medias junto con otro algoritmo para pre-procesar el conjunto
de entrenamiento de las SVM es presentado por Lu y sus colegas en [78].

Yang y sus colegas [82] integran al esquema de máquinas de soporte vectorial con ponderación
un método de pre-procesamiento para el conjunto de entrenamiento que además genera los pesos
ηi basado en el algoritmo de agrupación llamado c-medias posibilístico (Possibilistic c-means en
inglés) [84].

De manera similar, Nguyen y su colegas [83] integran al esquema de máquinas de soporte vectorial
con ponderación un método de pre-procesamiento para el conjunto de entrenamiento. En este
caso, el método de pre-procesamiento puede ser cualquier algoritmo de agrupamiento, aunque en
el artículo utilizan el algoritmo de k-medias para este �n. Al igual que en el método propuesto por
Tran y sus colegas, en este caso el método de SVM es entrenado con un conjunto formado solamente
por los centroides encontrados por el algoritmo de k-medias. Este esquema propone dos maneras
para generar los pesos ηi. La primera es generando los pesos de manera que sean proporcionales
al tamaño de la clase correspondiente. Para clasi�cación binaria, el correspondiente peso ηi del
centroide ci se calcula con la siguiente expresión:

ηi =
zi

2
2∑
j=1

mjγi,j

(4.1)

donde zi es la cantidad de objetos asignados al grupo Ci con centroide ci, m1 y m2 son la cantidad
de objetos pertenecientes a cada clase, de tal manera que m1 +m2 = m donde m es el número de
objetos en el conjunto de entrenamiento S y γi,j es una variable tal que γi,j = 1 si el centroide ci
pertenece a la clase j y γi,j = 0 de cualquier otra manera.

La segunda manera es generando los pesos de manera que sean proporcionales al tamaño del grupo
correspondiente. Entonces, el correspondiente peso ηi del centroide ci se calcula con la siguiente
expresión:

ηi =
zi
m

(4.2)
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Propuesta

Un esquema para el entrenamiento de las máquinas de soporte vectorial llamado máquinas de
soporte vectorial con ponderación probabilística (PWSVM por sus siglas en inglés) es presentado
en este capítulo.

La idea clave del enfoque propuesto es reducir el tamaño del conjunto de entrenamiento original S
utilizando el algoritmo de agrupación k-medoides. Con el �n de evitar la pérdida de información
durante la agrupación, se propone utilizar al conjunto de centroides de los grupos entregados por el
algoritmo de agrupación como el nuevo conjunto de entrenamiento R. También se propone utilizar
información acerca de la dispersión de los objetos de cada grupo.

Además, el esquema original de máquinas de soporte vectorial con pesos propuesto en [19] es
modi�cado para aprovechar la información estadística encontrada por el algoritmo de agrupación.

5.1. Método para la reducción de datos

El esquema propuesto considera un espacio de entrada X ⊆ <N con N ≥ 1, un espacio objetivo
Y = {−1,+1} y una muestra de entrenamiento S de tamaño m con m1 objetos xp con etiqueta
yp = +1 y m2 objetos xq con etiqueta yq = −1 tal que m1 +m2 = m.

La primera parte del esquema reduce el conjunto de entrenamiento S utilizando el algoritmo de
agrupamiento k-medoides, que entrega un conjunto de entrenamiento reducido R de tamaño k,
formado por los centroides de los grupos obtenidos por el algoritmo de k-medoides. La agrupación
de los objetos se realiza de acuerdo a su clasi�cación, es decir, por un lado, se utiliza el algoritmo
de k-medoides para agrupar a los objetos xp con etiqueta yp = +1, formando un conjunto de
centroides R+ de tamaño k+ y después se ejecuta nuevamente el algoritmo de k-medoides para
agrupar a los objetos xq con etiqueta yq = −1, formando un conjunto de centroides R− de tamaño
k−, de tal forma que R+ ∪ R− = R. Los valores de k+ y k− son de�nidos de manera que la
proporción m1

m2
≈ k+

k−
se mantenga lo mejor posible.

Además de entregar el conjunto de centroides R, durante la ejecución del algoritmo de k-medoides
se calcula el número de objetos asignados a cada grupo y la varianza de la distancia de los objetos

32
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pertenecientes a cada grupo con respecto a su centroide calculado. El número de objetos de cada
grupo se denomina con la letra z y se almacena en un conjunto Z de tamaño k de tal manera que
Z+ ∪ Z− = Z, de manera similar a la manera en que se formó el conjunto de centroides R. Los
valores de varianza se denominan σ2 y se almacenan en un conjunto D de tamaño k de tal manera
que D+ ∪ D− = D, de manera similar a la manera en que se formó el conjunto de centroides R.
Los valores almacenados en los conjuntos Z y D serán utilizados como medida de dispersión de los
grupos encontrados por el algoritmo de k-medoides, y se integrarán en el esquema propuesto.

Una de las ventajas de utilizar el algoritmo de k-medoides (o incluso k-medias) para pre-procesar
el conjunto de entrenamiento para las SVM, es que el tamaño del nuevo conjunto de entrenamiento
R es controlado simplemente escogiendo el número de grupos k. Además, a diferencia de otros algo-
ritmos de agrupamiento como k-medias ó c-medias difuso (fuzzy c-means en inglés), los centroides
entregados por k-medoides son objetos pertenecientes al conjunto de entrenamiento original S.



CAPÍTULO 5. PROPUESTA 34

Algoritmo 3: Algoritmo de k-medoides para PWSVM
Entrada: Muestra de entrenamiento S, número k de grupos a formar
Salida : Un par de conjuntos de centroides: R+ = {c+1 , c

+
2 , ..., c

+
k+
} y R− = {c−1 , c

−
2 , ..., c

−
k−
}, un

par de conjuntos de parámetros de dispersión: D+ = {σ2
+1, σ

2
+2, ..., σ

2
+k+
} y

D− = {σ2
−1, σ

2
−2, ..., σ

2
−k−} y un par de conjuntos de tamaños de grupos:

Z+ = {z+1 , z
+
2 , ..., z

+
k+
} y Z− = {z−1 , z

−
2 , ..., z

−
k−
}

1 Calcular la cantidad de grupos k+ para los objetos de clase yi = +1, k+ ←− d km1
m
e;

2 Calcular la cantidad de grupos k− para los objetos de clase yi = −1, k− ←− k − k+;
3 Seleccionar al azar k+ objetos x+

p con etiqueta yi = +1 de la muestra de entrenamiento S como

centroides iniciales c+j ;

4 Crear k+ grupos C+
j tal que C+

j = {c+j } ∀ j ∈ {1, 2, ..., k+};
5 Se inicializa un contador de iteraciones t = 0;
6 repeat

7 t = t+ 1;

8 Calcular y almacenar la distancia d(x+
i , c

+
j ) entre cada objeto x+

i ∈ S con etiqueta yi = +1 y

cada uno de los k+ centroides c+j , d(x
+
i , c

+
j )←− ||x

+
i − c+j ||;

9 Asignar cada objeto x+
i ∈ S con etiqueta yi = +1 al grupo C+

j que contenga el centroide c+j
más cercano, C+

j ←− C
+
j

⋃
x+
i : argmin

j
d(x+

i , c
+
j );

10 Calcular la nueva posición del centroide de cada grupo

c+j ←− x+ : argmin
x
+∈C+

j

1

|C+
j |

∑
x
+
i ∈C

+
j

d(x+,x+
i );

11 until el conjunto de centroides c+j sea idéntico que el de la iteración anterior ó t = 100;

12 Almacenar los centroides obtenidos c+j en el conjunto R+, R+ = {c+1 , c
+
2 , ..., c

+
k+
};

13 Calcular el número de objetos z+j asignados a cada grupo C+
j ∀ j ∈ {1, 2, ..., k+}, z

+
j ←− |C

+
j |;

14 Almacenar los valores z+j obtenidos en el paso anterior en el conjunto Z+, Z+ = {z+1 , z
+
2 , ..., z

+
k+
};

15 Calcular el parámetro de dispersión σ2
+j de cada grupo C+

j ∀ j ∈ {1, 2, ..., k+},
σ2
+j ←− 1

z+j

∑
x
+∈C+

j

d2(x+, c+j );

16 Almacenar los parámetro de dispersión σ2
+j obtenidos en el paso anterior en el conjunto D+,

D+ = {σ2
+1, σ

2
+2, ..., σ

2
+k+
};

17 Seleccionar al azar k− objetos x−q con etiqueta yi = −1 de la muestra de entrenamiento S como

centroides iniciales c−h ;

18 Crear k− grupos C−h tal que C−h = {c−h } ∀ h ∈ {1, 2, ..., k−};
19 Se inicializa un contador de iteraciones t = 0;
20 repeat

21 t = t+ 1;

22 Calcular y almacenar la distancia d(x−e , c
−
h ) entre cada objeto x−e con etiqueta ye = −1 y cada

uno de los k− centroides c−h , d(x
−
e , c

−
h )←− ||x

−
e − c−h ||;

23 Asignar cada objeto x−e con etiqueta ye = −1 al grupo C−h que contenga el centroide c−h más

cercano C−h ←− C
−
h

⋃
x−e : argmin

h
d(x−e , c

−
h );

24 Calcular la nueva posición del centroide de cada grupo

c−h ←− x− : argmin
x
−∈C−

h

1

|C−
h
|

∑
x
−
e ∈C

−
h

d(x−,x−e );

25 until el conjunto de centroides c−h sea idéntico que el de la iteración anterior ó t = 100;

26 Almacenar los centroides obtenidos c−k−
en el conjunto R− = {c−1 , c

−
2 , ..., c

−
k−
};

27 Calcular el número de objetos z−h asignados a cada grupo C−h ∀ h ∈ {1, 2, ..., k−}, z
−
h ←− |C

−
h |;

28 Almacenar los valores z−h obtenidos en el paso anterior en el conjunto Z−, Z− = {z−1 , z
−
2 , ..., z

−
k−
};

29 Calcular el parámetro de dispersión σ2
−h de cada grupo C−h ∀ h ∈ {1, 2, ..., k−},

σ2
−h ←− 1

|C−
h
|

∑
x
−∈C−

h

d2(x−, c−h );

30 Almacenar los parámetro de dispersión σ2
−h obtenidos en el paso anterior en el conjunto D−,

D− = {σ2
−1, σ

2
−2, ..., σ

2
−k−};
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5.2. Máquinas de soporte vectorial con ponderación proba-
bilística (PWSVM)

El trabajo propuesto pretende utilizar la información estadística encontrada por el algoritmo de
agrupación dentro del esquema de máquinas de soporte vectorial con ponderación. Para realizar
esto, se propone lo siguiente. Primero, se de�ne que el nuevo conjunto de entrenamiento sea el
conjunto R de tamaño k encontrado por el algoritmo de k-medoides. Luego, se propone de�nir el
peso η+j del centroide correspondiente c+j ∀ j ∈ {1, 2, ..., k+} de manera que sea proporcional al
número de objetos asignados al grupo C+

j :

η+j =
z+j
m

(5.1)

Los pesos η−h de los centroides correspondientes c−h ∀ h ∈ {1, 2, ..., k−} se de�nen de manera
idéntica:

η−h =
z−h
m

(5.2)

Esta manera de de�nir los pesos es la misma que la propuesta en [83]. Cabe recordar que m es el
número de objetos en el conjunto de entrenamiento original S.

Finalmente, la manera de integrar las varianzas σ2 calculadas en el esquema de máquinas de soporte
vectorial con ponderación es tratando de alterar la distancia euclidiana utilizada hasta ahora de
tal manera que incluya la información de la varianza. La forma en que se realizó esto es utilizando
la distancia de Mahalanobis [85]. Para un punto x ∈ <N , la distancia de Mahalanobis se de�ne
como:

dM (x, µ) =
[
(x− µ)TΣ−1(x− µ)

] 1
2 (5.3)

donde µ es la media de una cierta muestra de referencia y Σ es la matriz de covarianza de la misma
muestra de referencia. Para nuestro caso, los centroides c+j y c−h harían el papel de µ para cada
grupo, y las correspondientes matrices de covarianza tendrían que calcularse. De aquí en adelante,
se realizará el desarrollo de la propuesta utilizando un centroide genérico cj que sin pérdida de
generalidad puede ser del tipo c+j o del tipo c−h .

Tomando en cuenta lo anterior, la distancia de Mahalanobis de cualquier centroide cj al hiperplano
de separación sería:

dM (hj , cj) =
[
(hj − cj)

TΣ−1j (hj − cj)
] 1

2 (5.4)

donde hj es el punto más cercano a cj que yace sobre el hiperplano de separación. Ahora, de�nimos
un vector de distancia dj tal que:
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cj + dj = hj (5.5)

es decir, dj es un vector paralelo al vector normal w del hiperplano de separación, con una cierta
magnitud δj . Ya que dj es paralelo al vector w, podemos expresarlo de la siguiente manera:

dj = δj
w

||w||
(5.6)

Despejando dj de la ecuación (5.5) y sustituyéndola en (5.6):

dj = hj − cj = δj
w

||w||
(5.7)

Sustituyendo la ecuación (5.7) en la ecuación (5.4):

dM (hj , cj) =

[(
δj

w

||w||

)T
Σ−1j

(
δj

w

||w||

)] 1
2

=

[
δ2j
||w||2

wTΣ−1j w

] 1
2

=
δj
||w||

[
wTΣ−1j w

] 1
2 (5.8)

Además, como se mencionó en el capítulo 2, el valor de δj se puede calcular con la expresión (2.2):

δj =
|w · cj + b|
||w||

(5.9)

Sustituyendo la ecuación (5.9) en la ecuación (5.8):

dM (hj , cj) =
|w · cj + b|
||w||2

[
wTΣ−1j w

] 1
2 (5.10)

Analizaremos los posibles esquemas resultantes dependiendo de la forma que tengan las matrices
de covarianza Σj . Se denota como I a la matriz identidad.

5.2.1. Caso 1. Σj = I

En el caso cuando Σj = I ∀ j ∈ {1, 2, ..., k}, sucede lo siguiente en la expresión (5.10):

dM (hj , cj) =
|w · cj + b|
||w||2

[
wTΣ−1j w

] 1
2 =
|w · cj + b|
||w||2

[
wT I−1w

] 1
2 =
|w · cj + b|
||w||2

[
wTw

] 1
2

=
|w · cj + b|
||w||2

[
||w||2

] 1
2 =
|w · cj + b|
||w||2

||w|| = |w · cj + b|
||w||

(5.11)
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Es fácil observar que esta ecuación es la misma ecuación que (2.2), debido a que, cuando las matri-
ces de covarianza Σj son iguales a la matriz identidad I, la distancia de Mahalanobis dM (x, µ) =[
(x− µ)TΣ−1(x− µ)

] 1
2 simplemente se vuelve la distancia euclidiana d(x, µ) = ||x − µ||. Si con-

tinuáramos con el desarrollo en este caso, llegaríamos al esquema típico de SVM, con el problema
de optimización primal.

mı́n
w,b

1

2
||w||2 (5.12)

s. t. yi(w · cj + b) ≥ 1, ∀ j ∈ {1, 2, ..., k}

El problema es que este esquema no permite incorporar las varianzas σ2
j , por lo que exploraremos

el siguiente caso, cuando Σj = σ2
j I.

5.2.2. Caso 2. Σj = σ2
j I

En el caso cuando Σj = σ2
j I, sucede lo siguiente en la expresión (5.10):

dM (hj , cj) =
|w · cj + b|
||w||2

[
wTΣ−1j w

] 1
2 =
|w · cj + b|
||w||2

[
wT 1

σ2
j

Iw

] 1
2

=
|w · cj + b|
||w||2

[
1

σ2
j

wTw

] 1
2

=
|w · cj + b|
σj ||w||2

[
||w||2

] 1
2 =
|w · cj + b|
σj ||w||2

||w|| = |w · cj + b|
σj ||w||

(5.13)

En este caso, aunque la ecuación (5.13) es muy parecida a la ecuación (2.2), la ecuación (5.13)
tiene en el denominador el término σj , que es una medida de la dispersión del grupo Cj . Al igual
que en el capítulo 2, es importante observar que w y b se pueden escalar de tal manera que
mı́n
cj∈R

|w·cj+b|
σj

= 1. Por lo tanto, en este caso, el margen ρM que es la distancia de Mahalanobis del

hiperplano de separación a los objetos mas cercanos se puede calcular con la siguiente expresión

ρM = mı́n
cj∈R

|w · cj + b|
σj ||w||

=
1

||w||
(5.14)

Al igual que en el planteamiento original de SVM, lo que se busca es maximizar el margen ρM =
1
||w|| , que es equivalente a minimizar ||w|| o 1

2 ||w||
2. Por lo tanto, se propone que el problema de

optimización primal a resolver sea el siguiente:

mı́n
w,b,ξ

1

2
||w||2 + C

k∑
j=1

ηjξj (5.15)

s. t. yjσj
(w · cj + b) ≥ 1− ξj , ξj ≥ 0 ∀ j ∈ {1, 2, ..., k}
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El vector η ∈ <k+ es el vector de pesos compuesto de k pesos 0 ≤ ηj ≤ 1, j ∈ {1, 2, ..., k}. La
manera en que se calculan estos pesos es explicada al principio de esta sección.

Como en los demás esquemas de SVM, el problema (5.15) es un problema de optimización convexa
ya que las funciones de restricción son a�nes y la función objetivo es convexa, por lo que, presenta
la propiedad de tener una solución única (w∗, b∗). Además, se pueden utilizar las condiciones
de Karush-Kuhn-Tucker (KKT) para resolverlo. Siendo los multiplicadores de Lagrange αj ≥
0, j ∈ {1, 2, ..., k} asociados a las primeras k restricciones, con su respectivo vector α ∈ <k+ y
los multiplicadores βj ≥ 0, j ∈ {1, 2, ..., k} asociados a las restricciones de no negatividad de las
variables de holgura, con su respectivo vector β ∈ <k+, el Lagrangiano queda expresado de la
siguiente manera:

L(w, b, ξ,α,β) =
1

2
||w||2 + C

k∑
j=1

ηjξj −
k∑
j=1

αj

[
yj
σj

(w · cj + b)− 1 + ξi

]
−

k∑
j=1

βjξj (5.16)

Las condiciones de Karush-Kuhn-Tucker se obtienen igualando a cero el gradiente del Lagrangiano
con respecto a las variables w, b y ξj ∀ j ∈ {1, 2, ..., k} junto con las condiciones de holgura
complementaria:

∇wL = w−
k∑
j=1

yj
σj
αjcj = 0 =⇒ w =

k∑
j=1

yj
σj
αjcj (5.17)

∇bL = −
k∑
j=1

yj
σj
αj = 0 =⇒

k∑
j=1

yj
σj
αj = 0 (5.18)

∀j,∇ξjL = Cηj − αj − βj = 0 =⇒ Cηj = αj + βj (5.19)

∀j, αj
[
yj
σj

(w · cj + b)− 1 + ξj

]
= 0 =⇒ αj = 0 ∨ yj

σj
(w · cj + b) = 1− ξj (5.20)

∀j, βjξj = 0 =⇒ βj = 0 ∨ ξj = 0 (5.21)

Al igual que en los casos anteriores, se observa de la ecuación (5.17) que el vector w es una
combinación lineal de los objetos en la muestra de entrenamiento R. Un objeto cj aparecerá en
esta combinación lineal si y sólo si αj 6= 0. Estos objetos serán los vectores de soporte. Al igual
que en el esquema de SVM con ponderación, existen dos tipos de vectores de soporte. Debido a
las condiciones de holgura complementaria (5.20), si αj 6= 0, entonces yj

σj
(w · cj + b) = 1 − ξj .

Si ξj = 0, entonces yj
σj

(w · cj + b) = 1 y el objeto cj yace en algún hiperplano marginal. De lo
contrario, ξj 6= 0, lo que implica que el objeto cj es una anomalía. En este caso, dado que ξj 6= 0,
(5.21) implica que βj = 0 y (5.19) implica que αj = Cηj .



CAPÍTULO 5. PROPUESTA 39

Como en los demás esquemas de SVM, se observa que los objetos que no son anomalías ni yacen
en los hiperplanos marginales no afectan a la solución retornada, por lo que, en su ausencia, la
solución al problema se mantendría sin cambios. De manera similar, aunque el vector w retornado
es único, los vectores de soporte pueden no serlo.

Para encontrar el problema de optimización dual, se aplica la propiedad distributiva del producto
punto y de la multiplicación a la ecuación del Lagrangiano:

L =
1

2
||w||2 + C

k∑
j=1

ηjξj −
k∑
j=1

αj

[
yj
σj

(w · cj + b)− 1 + ξi

]
−

k∑
j=1

βjξj

=
1

2
||w||2 + C

k∑
j=1

ηjξj −
k∑
j=1

yj
σj
αj(w · cj)−

k∑
j=1

yj
σj
αjb+

k∑
j=1

αj −
k∑
j=1

αjξj −
k∑
j=1

βjξj

=
1

2
||w||2 −w ·

k∑
j=1

yj
σj
αjcj − b

k∑
j=1

yj
σj
αj +

k∑
j=1

αj +

k∑
j=1

(Cηj − αj − βj)ξj (5.22)

Al sustituir las ecuaciones (5.17),(5.18) y (5.19) en la ecuación (5.22) se obtiene lo siguiente:

=
1

2
||w||2 −w ·w +

k∑
j=1

αj

=
1

2
||w||2 − ||w||2 +

k∑
j=1

αj

=

k∑
j=1

αj −
1

2
||w||2

=

k∑
j=1

αj −
1

2
||

k∑
j=1

yj
σj
αjcj ||2

=

k∑
j=1

αj −
1

2

k∑
i,j=1

αiαj
yi
σi

yj
σj

(ci · cj) (5.23)

Se puede observar que la función objetivo (5.23) del problema de optimización dual es muy parecida
a los demás esquemas. Sin embargo, en este esquema el problema de optimización dual incluye tanto
en la función objetivo como en las restricciones a la raiz cuadrada de las varianzas σ2

j , integrando
la información acerca de las dispersión de los grupos Cj en el problema de optimización. Dada
la ecuación (5.19), si βj ≥ 0, entonces αj ≤ Cηj ∀ j ∈ {1, 2, ..., k}. Por lo tanto, el problema de
optimización dual en el esquema propuesto de PWSVM queda de�nido de la siguiente manera:

máx
α

k∑
j=1

αj −
1

2

k∑
i,j=1

αiαj
yi
σi

yj
σj

(ci · cj) (5.24)

s. t.
k∑
j=1

yj
σj
αj = 0, 0 ≤ αj ≤ Cηj ∀ j ∈ {1, 2, ..., k}
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Finalmente, una vez que se resuelve el problema de optimización y se encuentran los valores de w∗

y b∗, el modelo de clasi�cación para un nuevo objeto x por clasi�car es la función:

h(x) = sgn(w∗ · x + b∗) (5.25)

Este es el esquema propuesto de PWSVM, y se probará de manera experimental utilizando con-
juntos de datos fabricados de manera arti�cial (llamados ejemplos de juguete o toy examples en
inglés) y conjuntos de datos públicos. Antes de presentar el capítulo de resultados experimenta-
les, a continuación se extiende la idea de PWSVM en dos casos mas. Estos casos hacen menos
suposiciones acerca de las matrices de covarianza Σj .

5.2.3. Caso 3. Σj es una matriz diagonal

Se supone el siguiente caso:

Σj =


σ2
j1 0 ... 0
0 σ2

j2 ... 0
...

...
. . .

...
0 0 ... σ2

jN


En este caso la expresión (5.10) resulta en lo siguiente:

dM (hj , cj) =
|w · cj + b|
||w||2

[
wTΣ−1j w

] 1
2 =
|w · cj + b|
||w||2

[
N∑
i=1

w2
i

σ2
ji

] 1
2

(5.26)

donde w = (w1, w2, ..., wN ). Al igual que en los demás casos, w y b se pueden escalar de tal manera

que mı́n
cj∈R

|w · cj + b|
[
N∑
i=1

w2
i

σ2
ji

] 1
2

= 1. Por lo tanto, el margen ρM que es la distancia de Mahalanobis

del hiperplano de separación a los objetos mas cercanos se puede calcular con la siguiente expresión

ρM = mı́n
cj∈R

|w · cj + b|
||w||2

[
N∑
i=1

w2
i

σ2
ji

] 1
2

=
1

||w||2
(5.27)

Al igual que en el planteamiento original de SVM, lo que se busca es maximizar el margen ρM =
1
||w||2 , que es equivalente a minimizar ||w||2 o 1

2 ||w||
2. Por lo tanto, se propone que el problema de

optimización primal a resolver sea el siguiente:

mı́n
w,b,ξ

1

2
||w||2 + C

k∑
j=1

ηjξj (5.28)

s. t. yj(w · cj + b)

[
N∑
i=1

w2
i

σ2
ji

] 1
2

≥ 1− ξj , ξj ≥ 0 ∀ j ∈ {1, 2, ..., k}
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La cuestión que surge en este caso es que, a diferencia de los demás casos presentados, es difícil
determinar si el problema de optimización (5.28) es convexo o no, debido a la forma de la restricción

yj(w · cj + b)

[
N∑
i=1

w2
i

σ2
ji

] 1
2

≥ 1− ξj . Aunque se ha realizado la aportación de plantear el problema de

optimización (5.28), queda como problema abierto determinar la convexidad del mismo.

5.2.4. Caso 4. Σj es una matriz de covarianza

En este caso, no se hace ninguna suposición, y solamente se sabe que las matrices Σj son matrices
de covarianza.

En este caso la expresión (5.10) queda sin alterarse, quedando la distancia simple y sencillamente

como dM (hj , cj) =
|w·cj+b|
||w||2

[
wTΣ−1j w

] 1
2

Sin embargo, se puede observar que, al igual que en los demás casos, w y b se pueden escalar de

tal manera que mı́n
cj∈R

|w · cj + b|
[
wTΣ−1j w

] 1
2 = 1. Por lo tanto, el margen ρM que es la distancia

de Mahalanobis del hiperplano de separación a los objetos mas cercanos se puede calcular con la
siguiente expresión

ρM = mı́n
cj∈R

|w · cj + b|
||w||2

[
wTΣ−1j w

] 1
2 =

1

||w||2
(5.29)

Como en los demás planteamientos, se busca maximizar el margen ρM = 1
||w||2 , que equivale a

minimizar ||w||2 o 1
2 ||w||

2. Por lo tanto, se propone que el problema de optimización primal a
resolver sea el siguiente:

mı́n
w,b,ξ

1

2
||w||2 + C

k∑
j=1

ηjξj (5.30)

s. t. yj(w · cj + b)
[
wTΣ−1j w

] 1
2 ≥ 1− ξj , ξj ≥ 0 ∀ j ∈ {1, 2, ..., k}

Al igual que en el caso anterior, surge la cuestión de que es difícil determinar si el problema de

optimización (5.30) es convexo o no, debido a la forma de la restricción yj(w·cj+b)
[
wTΣ−1j w

] 1
2 ≥

1− ξj . De manera similar al caso anterior, queda como problema abierto determinar la convexidad
del problema (5.30).



Capítulo 6

Resultados experimentales

Este capítulo presenta los resultados experimentales obtenidos al evaluar el desempeño del método
propuesto. Para realizar esta evaluación, se utilizaron cuatro conjuntos de datos. Uno de estos
conjuntos fue creado para esta tesis en especí�co utilizando una distribución normal en dos dimen-
siones. Los otros conjuntos fueron tomados del repositorio de la Universidad de California en Irvine
(UCI) [86]. Estos conjuntos son comúnmente utilizados para evaluar el desempeño de algoritmos
de clasi�cación.

El método propuesto fue comparado con el método tradicional de SVM en el caso no separable,
como el presentado en la sección 2 del capítulo 2 de este documento, y con una reducción de datos
realizada al azar a la que llamaremos RSVM por sus siglas en inglés (Random SVM). RSVM fun-
ciona escogiendo k objetos al azar del conjunto original para realizar el entrenamiento de SVM con
este subconjunto. Todos los experimentos fueron realizados en una computadora con las siguientes
características:

Procesador: AMD A6-4400M APU 2.70 GHz

Memoria RAM: 4.00 GB

Todos los algoritmos y métodos fueron implementados en MATLAB. Para resolver los problemas
de optimización que derivan del método de SVM, se utilizó CVX, una paquetería para especi�car
y resolver problemas de optimización convexa [87].

6.1. Diseño experimental e interpretación de los resultados

Cada experimento consiste en realizar 50 ejecuciones independientes. Cada ejecución consta de
escoger un conjunto de datos, un método (SVM, RSVM ó PWSVM) y, especí�camente para los
métodos RSVM y PWSVM, un valor de k que determina el tamaño del conjunto reducido. Con las
especi�caciones anteriores, se entrena el método seleccionado con el conjunto de datos seleccionado
y luego se evalua con el correspondiente conjuto de datos de prueba. Para el método de PWSVM,
el desempeño se evaluó en los siguientes casos:

42
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PWSVM1: Utilizando sólamente los centroides devueltos por el algoritmo de k-medoides
como entrada al método de SVM.

PWSVM2: Utilizando los centroides devueltos por el algoritmo de k-medoides, la cantidad
de objetos asignados a cada centroide y la varianza calculada para cada grupo en el esquema
de PWSVM.

Una vez realizadas las 50 repeticiones para un determinado conjunto de datos con un determinado
método y sus parámetros, se obtienen 50 soluciones, a partir de las cuales se calcularon la media
y la desviación estandar. Las mediciones realizadas fueron:

Porcentaje de clasi�cación correcta [%]

Número de vectores de soporte

Tiempo que tardó en realizarse el agrupamiento [s]

Tiempo que tardó el entrenamiento del respectivo esquema de SVM [s]

Tiempo total que tardó el método por completo (agrupamiento + entrenamiento de SVM)
[s]

6.2. Conjunto de datos arti�cial

El primer conjunto de datos con el que se probó el método propuesto fue construido a partir de
nueve distribuciones normales distintas en dos dimensiones. Cada una de estas distribuciones esta
determinada por su media µ y su matriz de covarianza Σ. Cada una de ellas genero un grupo de
q objetos centrados alrededor de µ y dispersos acorde a los valores en la matriz Σ. De los nueve
grupos, cuatro de ellos se conforman de objetos con etiqueta yi = +1 y los otro cinco grupos se
conforman de objetos con etiqueta yi = −1. La �gura 6.1 muestra el conjunto de entrenamiento
y la �gura 6.2 muestra el conjunto de prueba. Ambos conjuntos fueron creados con las mismas
nueve distribuciones normales. Los objetos con etiqueta yi = +1 son representados con cuadros
verdes y los objetos con etiqueta yi = −1 son representados con círculos amarillos. Se observa que
el conjunto de entrenamiento no es linealmente separable. Todos los grupos tienen una matriz de
covarianza de la forma:

Σi =

[
σ2
i 0

0 σ2
i

]

con σi distinto para cada grupo. La información acerca de los grupos generados que conforman los
conjuntos de entrenamiento y de prueba se pueden observar en los cuadros 6.1 y 6.2.

El conjunto de entrenamiento consta de 5000 objetos de dimensión 2, 2220 con etiqueta yi = +1
y 2780 con etiqueta yi = −1. El conjunto de prueba tiene 1000 objetos de dimensión 2, 450 con
etiqueta yi = +1 y 550 con etiqueta yi = −1.



CAPÍTULO 6. RESULTADOS EXPERIMENTALES 44

Figura 6.1: Conjunto de datos de entrenamiento para clasi�cación creado de manera arti�cial

Figura 6.2: Conjunto de datos de prueba creado de manera arti�cial
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Cuadro 6.1: Información acerca de los grupos que conforman al conjunto de entrenamiento arti�cial
Grupo Etiqueta Número de objetos en el grupo Media σ2

i

1 +1 270 [4,11] 1.5
2 +1 550 [-2,9] 3
3 +1 700 [2,4] 1
4 +1 700 [8,-2] 3
5 -1 480 [-3,6] 2
6 -1 700 [.5,3.5] 1
7 -1 400 [-1.5,.5] 1.5
8 -1 600 [3,-1] 1
9 -1 600 [8,-6] 3

Cuadro 6.2: Información acerca de los grupos que conforman al conjunto de prueba arti�cial
Grupo Etiqueta Número de objetos en el grupo Media σ2

i

1 +1 30 [4,11] 1.5
2 +1 140 [-2,9] 3
3 +1 140 [2,4] 1
4 +1 140 [8,-2] 3
5 -1 95 [-3,6] 2
6 -1 135 [.5,3.5] 1
7 -1 50 [-1.5,.5] 1.5
8 -1 135 [3,-1] 1
9 -1 135 [8,-6] 3

6.2.1. Resultados utilizando el conjunto de datos arti�cial

En el cuadro 6.3 se presentan los resultados obtenidos con los distintos métodos para este conjunto
de datos. La primera columna indica el método utilizado. La segunda columna indica el valor del
parámetro C. La tercera columna indica el promedio del porcentaje de acierto en la clasi�cación
en el conjunto de prueba. La cuarta columna indica el máximo porcentaje de acierto alcanzado en
la clasi�cación en el conjunto de prueba. La quinta columna indica el promedio de la cantidad de
vectores de soporte del modelo. Las columnas seis, siete y ocho indican el promedio del tiempo en
segundos que tardo cada método en realizar el agrupamiento, el entrenamiento y el tiempo total,
respectivamente. Los valores del parámetro C para los distintos métodos se calcularon mediante
validación cruzada (n-cross validation en inglés) con n = 5.

Se puede observar que el método propuesto logra reducir en promedio el tiempo de entrenamiento
de las SVM hasta aproximadamente la mitad perdiendo en promedio menos de un punto porcentual
en el acierto de clasi�cación para casi todos los valores de k, excepto cuando k = 500. Además,
para todos los valores de k, existieron ejecuciones del método propuesto en las que se mejoró
el porcentaje de acierto de clasi�cación, como se observa en la cuarta columna del cuadro 6.3,
alcanzado el máximo porcentaje (81.7% con k = 100) por sobre los demás métodos probados.
Sin embargo, el tiempo promedio que tarda en realizarse la agrupación es bastante mayor que el
tiempo de entrenamiento original, como puede observarse en el cuadro 6.3.

Debido a la restricción 0 ≤ αi ≤ Cηi del problema de optimización dual (5.24), en ocasiones es
difícil reconocer que objetos son vectores de soporte, ya que los valores αi devueltos por CVX
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Cuadro 6.3: Resultados de la evaluación con el conjunto de datos arti�cial

Método C Prom. Clasif. [ %] Max. Clasif. [ %] # VS TAGRUPAR[s] TENTRENAMIENTO[s] TTOTAL[s]

SVM 5 81.1±0 81.1 2020±0 0 1.26±0.01 1.26±0.01
RSVM(k=9) 5 74.99±6.08 81.6 3.72±1.31 .0012±.000319 0.25±0.02 0.25±0.02
RSVM(k=25) 20 78.49±2.79 81.2 10.04±3.94 .0012±.000286 0.29±0.03 0.29±0.03
RSVM(k=100) 50 80.48±0.79 81.6 38.78±7 .0012±.000096 0.48±0.05 0.48±0.05
RSVM(k=250) 50 80.81±0.54 81.6 99.78±12.14 .0012±.000134 0.7±0.05 0.7±0.05
RSVM(k=500) 1 80.93±0.44 81.6 198.28±14.83 .0012±.000114 2.26±0.17 2.26±0.17
PWSVM1(k=9) 1 79.7±1.22 81.6 2.4±0.52 32.41±9.76 0.25±0.02 32.67±9.77
PWSVM1(k=25) 1 80.75±0.44 81.3 8.2±1.62 19.85±3.78 0.3±0.03 20.16±3.78
PWSVM1(k=100) 1 80.76±0.44 81.6 39.8±4.32 10.35±1.66 0.45±0.03 10.8±1.68
PWSVM1(k=250) 50 80.85±0.56 81.6 103.3±7.23 15.89±1.25 0.83±0.06 16.72±1.23
PWSVM1(k=500) 5 81.05±0.17 81.2 206.4±9.51 25.27±4.42 2.09±0.14 27.36±4.42
PWSVM2(k=9) 50 80.32±0.8 81.4 sin medición 43.91±16.72 0.3±0.01 44.2±16.72
PWSVM2(k=25) 50 80.87±0.68 81.6 6.4±0.84 18.45±3.54 0.33±0.06 18.79±3.52
PWSVM2(k=100) 20 80.72±0.59 81.7 38.5±1.9 11.44±1.19 0.52±0.04 11.96±1.2
PWSVM2(k=250) 20 80.87±0.38 81.3 87.9±3.25 16.18±1.73 0.85±0.06 17.03±1.76
PWSVM2(k=500) 20 80.9±0.48 81.5 177±9.32 24.99±2.02 2.56±0.12 27.55±2.1

para los objetos que no son vectores de soporte no siempre son exactamente cero, y escoger un
umbral inferior para reconocer que valores considerar como distintos a cero se complica debido a la
condición αi ≤ Cηi. Debido a lo anterior hay casillas del cuadro 6.3 que no cuentan con mediciones.

Las �guras 6.3 y 6.4 muestran el comportamiento de los diferentes métodos aplicados a este conjunto
de datos.

Figura 6.3: Grá�cas de los porcentajes de clasi�cación con respecto al valor de k (conjunto de datos
arti�cial)

En todos los grá�cos se presenta con el color cian el comportamiento del método tradicional de
las SVM utilizando el conjunto de datos completo. El comportamiento del método aleatorio se
presenta con el color verde. Los métodos presentados al inicio de este capítulo como PWSVM1
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y PWSVM2 son mostrados con los colores rojo y azul, respectivamente. La �gura 6.3 muestra el
comportamiento del promedio de clasi�cación y de la máxima clasi�cación reportada por éstos
métodos al variar el valor de k.

Figura 6.4: Grá�cas de los tiempos de ejecución con respecto al valor de k (conjunto de datos arti�cial)

De manera similar, la �gura 6.4 muestra el comportamiento del tiempo de entrenamiento y del
tiempo total utilizado por cada método al variar el valor de k.

6.3. Conjuntos de datos públicos

6.3.1. Conjunto de datos de cáncer de pecho de Wisconsin

El método propuesto se probó con uno de los conjuntos más utilizados para poner a prueba métodos
de clasi�cación: el conjunto de datos de cáncer de pecho de Wisconsin (Breast cancer Wisconsin
data set). Este conjunto fue tomado del repositorio de la Universidad de California en Irvine (UCI)
[86].

El conjunto consta de 569 objetos de dimensión 30, 357 de ellos clasi�cados como benignos, a los
cuales se les asignó la etiqueta yi = +1 y 212 clasi�cados como malignos, a los cuales se les asignó
la etiqueta yi = −1. El conjunto se dividió utilizando una proporción 80/20. El 80% de los datos
(455) se utilizaron como conjunto de entrenamiento, mientras el 20% restante (114) se utilizaron
como conjunto de prueba.
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6.3.2. Resultados utilizando el conjunto de datos de cáncer de pecho de
Wisconsin

En el cuadro 6.4 se presentan los resultados obtenidos con los distintos métodos para este conjunto
de datos. La disposición del cuadro es la misma que la de la cuadro 6.3. Al igual que con el conjunto
de datos arti�ciales, los valores del parámetro C para los distintos métodos se calcularon mediante
validación cruzada (n-cross validation en inglés) con n = 5.

Cuadro 6.4: Resultados de la evaluación con el conjunto de datos de cáncer de pecho de Wisconsin

Método C Ac. Clasif. [ %] Max. Clasif. [ %] # VS TAGRUPAR[s] TENTRENAMIENTO[s] TTOTAL[s]

SVM 5 97.36±0 97.36 32±0 0 3.53±0.04 3.53±0.04
RSVM(k=10) 5 87.05±3.58 92.98 2.54±0.81 .000428±.00009 0.27±0.01 0.27±0.01
RSVM(k=25) 20 88.82±3.7 95.1 3.42±1.21 .000457±.000086 0.32±0.02 0.32±0.02
RSVM(k=50) 1 90.33±3.1 94.74 5.02±1.7 .000481±.000122 0.34±0.02 0.34±0.02
RSVM(k=100) 1 92.4±2.17 95.49 8.58±3.34 .000524±.000105 0.51±0.03 0.51±0.03
PWSVM1(k=10) 1 89.47±1.6 92.1 2.6±0.7 0.23±0.06 0.28±0.01 0.51±0.07
PWSVM1(k=25) 5 91.23±1.94 92.98 3±0.94 0.18±0.04 0.33±0.02 0.51±0.04
PWSVM1(k=50) 50 92.02±2.53 94.74 5±1.33 .21±.03 0.35±0.02 0.57±0.04
PWSVM1(k=100) 100 92.8±2.44 95.59 6.5±0.85 0.3±0.03 0.58±0.02 0.88±0.04
PWSVM2(k=10) 20 88.25±2.16 92.1 sin medición 0.27±0.08 0.26±0.01 0.52±0.08
PWSVM2(k=25) 50 90.35±2.95 92.1 sin medición 0.2±0.06 0.28±0.03 0.48±0.07
PWSVM2(k=50) 50 92.19±0.77 93.85 7.1±2.08 .21±.03 0.3±0.02 0.52±0.03
PWSVM2(k=100) 100 93.77±0.97 95.61 11.5±1.78 0.3±0.03 0.49±0.06 0.79±0.08

Figura 6.5: Grá�cas de los porcentajes de clasi�cación con respecto al valor de k (conjunto de datos de
cáncer de pecho)

Se puede observar que el método propuesto logra reducir de manera drástica el tiempo promedio
de entrenamiento de las SVM para todos los valores de k, con la desventaja de perder hasta nueve
puntos porcentuales en el acierto de clasi�cación cuando k = 10. Sin embargo, para el valor de
k = 100, el promedio del porcentaje de acierto de clasi�cación es de 93.77%, bastante cercano al
97.36% alcanzado al utilizar el conjunto de entrenamiento por completo. Además, con este valor de
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k, se llegó a alcanzar el segundo mejor porcentaje máximo de acierto de clasi�cación, con 95.61%
de acierto, sólo por debajo del porcentaje alcanzado utilizando todo el conjunto de entrenamiento.
El tiempo total de ejecución de PWSVM para este valor de k promedia en 0.79 s, mucho menor al
tiempo de entrenamiento promedio al entrenar SVM con el conjunto por completo, que es de 3,53
s.

Las �guras 6.5 y 6.6 muestran el comportamiento de los diferentes métodos aplicados a este conjunto
de datos.

Figura 6.6: Grá�cas de los tiempos de ejecución con respecto al valor de k (conjunto de datos de cáncer
de pecho)

6.3.3. Conjunto de datos de abulones

El método propuesto se probó con el conjunto de datos de abulones (Abalone data set). Un abulón
es un caracol marino de California. Este conjunto fue tomado del repositorio de la Universidad de
California en Irvine (UCI) [86].

El conjunto consta de 4177 objetos de dimensión 8. Originalmente, este conjunto de datos es
utilizado para tareas de multiclasi�cación, ya que que cuenta con 29 clases, donde cada clase es la
edad en años del abulón correspondiente. La manera en que se adaptó este conjunto de datos para
poder utilizarlo en clasi�cación binaria fue muy sencilla: si el abulón reporta una edad mayor a
nueve años (si su etiqueta correspondiente es yi > 9.), pertenece a la clase madura y se le asigna
una etiqueta yi = +1. Por otro lado, si el abulón reporta una edad menor o igual a nueve años
(si su etiqueta correspondiente es yi ≤ 9.), pertenece a la clase joven y se le asigna una etiqueta
yi = −1.

Con la modi�cación anterior, el conjunto de datos de abulones presenta 2081 objetos con etiqueta
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yi = +1 y 2096 objetos con etiqueta yi = −1. Para obtener un conjunto de entrenamiento y un
conjunto de prueba, el conjunto se dividió utilizando una proporción 80/20. El 80% de los datos
(3342) se utilizaron como conjunto de entrenamiento, mientras el 20% restante (835) se utilizaron
como conjunto de prueba.

6.3.4. Resultados utilizando el conjunto de datos de abulones

En el cuadro 6.5 se presentan los resultados obtenidos con los distintos métodos para este conjunto
de datos. Al igual que con los demás conjuntos de datos, los valores del parámetro C para los
distintos métodos se calcularon mediante validación cruzada con n = 5.

Cuadro 6.5: Resultados de la evaluación con el conjunto de datos de abulones

Método C Prom. Clasif. [ %] Max. Clasif. [ %] # VS TAGRUPAR[s] TENTRENAMIENTO[s] TTOTAL[s]

SVM 10 78.1±0 78.1 1654±0 0 1.25±0.04 1.25±0.04
RSVM(k=10) 20 66.78±7.58 77.37 4.76±2.2 .0013±.0008 0.29±0.03 0.29±0.03
RSVM(k=25) 20 71.35±5.57 80.96 11.58±3.23 .0014±.0012 0.34±0.06 0.34±0.06
RSVM(k=100) 100 76.33±2.68 81.2 46.48±5.65 .0013±.0003 0.52±0.07 0.52±0.07
RSVM(k=250) 50 77.47±1.47 80 119.92±13.57 .0015±.0002 0.83±0.09 0.83±0.09
RSVM(k=500) 5 78.07±1.42 80.6 248.62±12.44 .0014±.0007 2.87±0.24 2.87±0.24
PWSVM1(k=10) 50 77.2±1.98 80.84 4.18±1.14 15.49±4.62 0.34±0.04 15.84±4.62
PWSVM1(k=25) 20 78.9±1.8 81.44 7.66±1.48 7.9±1.27 0.39±0.04 8.29±1.28
PWSVM1(k=100) 5 78.94±1.7 81.8 48.76±4.78 4.8±0.7 0.52±0.05 5.33±0.71
PWSVM1(k=250) 5 78.62±0.87 80.36 122.3±9.94 7.08±0.9 0.85±0.08 7.93±0.91
PWSVM1(k=500) 5 77.95±1.12 79.88 250.9±13.7 11.71±1.05 2.91±0.24 14.62±1.07
PWSVM2(k=10) 100 76.29±2.7 80.48 sin medición 16.48±5.2 0.31±0.03 16.79±5.21
PWSVM2(k=25) 100 78.91±1.4 81.44 6.66±1.73 8.46±1.83 0.36±0.07 8.82±1.84
PWSVM2(k=100) 50 80.5±0.68 82.4 41.3±4.58 4.76±0.79 0.51±0.06 5.27±0.8
PWSVM2(k=250) 100 80.42±0.68 81.56 101.84±6.5 6.93±0.85 0.82±0.07 7.75±0.86
PWSVM2(k=500) 100 80.21±0.59 81.32 198.22±8.84 11.78±1.73 2.96±0.41 14.74±1.97

Figura 6.7: Grá�cas de los porcentajes de clasi�cación con respecto al valor de k (conjunto de datos de
abulones)
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Se observa que el método propuesto logra reducir el tiempo promedio de entrenamiento de las SVM
en la mayoría de los casos, excepto en el caso cuando k = 500. Además, salvo en el caso cuando
k = 10, el método propuesto tiene un promedio de clasi�cación mejor que la mayoría de los demás
métodos probados, incluso llegando a alcanzar un acierto de clasi�cación de 82.4% cuando k = 100
(como se observa en la cuarta columna del cuadro 6.5), alcanzado el máximo porcentaje de acierto
y superando por más de 4 puntos porcentuales el acierto de clasi�cación del método tradicional
de SVM utilizando el conjunto de datos completo. Sin embargo, el tiempo promedio que tarda en
realizarse la agrupación es bastante mayor que el tiempo de entrenamiento original.

Las �guras 6.7 y 6.8 muestran el comportamiento de los diferentes métodos aplicados a este conjunto
de datos.

Figura 6.8: Grá�cas de los tiempos de ejecución con respecto al valor de k (conjunto de datos de abulones)

6.3.5. Conjunto de datos de crédito alemán

El método propuesto se probó con el conjunto de datos de crédito alemán (German credit data
set). La tarea a realizar con este conjunto es clasi�car el riesgo crediticio de un cliente con base en
una serie de características. El riesgo puede ser clasi�cado como bueno o malo, dependiendo de las
características que presente el cliente. Este conjunto fue tomado del repositorio de la Universidad
de California en Irvine (UCI) [86].

El conjunto consta de 1000 objetos de dimensión 20, 700 de ellos clasi�cados como buenos, a los
cuales se les asignó la etiqueta yi = −1 y 300 clasi�cados como malos, a los cuales se les asignó
la etiqueta yi = +1. El conjunto se dividió utilizando una proporción 80/20. El 80% de los datos
(800) se utilizaron como conjunto de entrenamiento, mientras el 20% restante (200) se utilizaron
como conjunto de prueba.
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6.3.6. Resultados utilizando el conjunto de datos de crédito alemán

En el cuadro 6.6 se presentan los resultados obtenidos con los distintos métodos para este conjunto
de datos. La disposición del cuadro es la misma que la de los cuadros anteriores. Al igual que con
los demás conjuntos de datos, los valores del parámetro C para los distintos métodos se calcularon
mediante validación cruzada (n-cross validation en inglés) con n = 5.

Cuadro 6.6: Resultados de la evaluación con el conjunto de datos de crédito alemán

Método C Prom. Clasif. [ %] Max. Clasif. [ %] # VS TAGRUPAR[s] TENTRENAMIENTO[s] TTOTAL[s]

SVM 5 73±0 73 410±0 0 7.9±0.67 7.9±0.67
RSVM(k=10) 1 64.31±5.83 73 4.9±1.45 .0005±.00004 0.26±0.02 0.26±0.02
RSVM(k=25) 1 65.17±4.95 73 11.44±1.95 .0005±.0003 0.3±0.05 0.3±0.05
RSVM(k=50) 1 66.02±4.02 71 18.4±3.98 .0008±.0006 0.44±0.07 0.44±0.07
RSVM(k=150) 1 70.8±2.19 74 71.92±8.81 .0017±.0027 0.8±0.14 0.81±0.14
PWSVM1(k=10) 100 67.08±4.46 73.5 6.28±1.09 0.64±0.12 0.3±0.03 0.94±0.13
PWSVM1(k=25) 1 66.85±3.39 75 10.46±1.95 0.47±0.1 0.3±0.06 0.77±0.13
PWSVM1(k=50) 1 67.45±3.87 76 18.56±4.74 0.44±0.05 0.32±0.04 0.76±0.08
PWSVM1(k=150) 100 71.59±1.83 75.5 60.46±7.98 0.86±0.09 0.68±0.09 1.54±0.14
PWSVM2(k=10) 1 70±0 70 5.62±0.73 0.63±0.17 0.25±0.03 0.88±0.18
PWSVM2(k=25) 20 70.31±0.95 74 14.6±1.36 0.48±0.1 0.3±0.05 0.75±0.11
PWSVM2(k=50) 50 71.81±2.05 75.5 25.7±3.05 0.45±0.06 0.32±0.04 0.77±0.08
PWSVM2(k=150) 50 73.03±1.66 76 79.76±4.52 0.85±0.07 0.55±0.04 1.4±0.09

Se puede observar que el método propuesto logra reducir de manera drástica el tiempo promedio
de entrenamiento de las SVM para todos los valores de k, con la desventaja de perder hasta tres
puntos porcentuales en el acierto de clasi�cación cuando k = 10. Sin embargo, para el valor de
k = 150, el promedio del porcentaje de acierto de clasi�cación es de 73.03%, ligeramente mayor al
73% alcanzado al utilizar el conjunto de entrenamiento por completo. Además, con este valor de
k, se llegó a alcanzar el mejor porcentaje máximo de acierto de clasi�cación, con 76% de acierto,
superando por tres puntos porcentuales el porcentaje alcanzado utilizando todo el conjunto de
entrenamiento. Además, el tiempo total de ejecución de PWSVM para cualquier valor de k es
mucho menor al tiempo de entrenamiento promedio al entrenar SVM con el conjunto por completo.

Las �guras 6.9 y 6.10 muestran el comportamiento de los diferentes métodos aplicados a este
conjunto de datos.
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Figura 6.9: Grá�cas de los porcentajes de clasi�cación con respecto al valor de k (conjunto de datos de
crédito alemán)

Figura 6.10: Grá�cas de los tiempos de ejecución con respecto al valor de k (conjunto de datos de crédito
alemán)



Capítulo 7

Conclusiones y trabajo futuro

7.1. Conclusiones

Esta tesis presenta un nuevo método llamado máquinas de soporte vectorial con ponderación proba-
bilística (PWSVM) que integra un método de aprendizaje no supervisado al esquema de máquinas
de soporte vectorial con ponderación (WSVM). PWSVM aplica el algoritmo de k-medoides al con-
junto de entrenamiento original tomando en cuenta las etiquetas de los objetos, encontrando k
grupos, cada uno de ellos con un objeto representativo (medoide) del grupo. Los medoides de cada
grupo, la cantidad de objetos pertenecientes a cada grupo y una medida de dispersión de cada
grupo son obtenidos e integrados en un nuevo esquema de SVM que considera la información de
cada grupo para realizar el entrenamiento de las máquinas de soporte.

Se presenta una comparación del desempeño del método con respecto al esquema tradicional de
SVM y a una reducción del conjunto de entrenamiento realizada al azar. Los resultados experimen-
tales indican que para conjuntos de datos de baja dimensión como el conjunto de datos arti�cial
y el conjunto de datos de abulones, el método propuesto logra reducir en la mayoría de los casos
el tiempo de entrenamiento de las máquinas de soporte incluyendo la información obtenida acerca
de los grupos, logrando un porcentaje de acierto en la clasi�cación cercana e incluso en ocasiones
superior a la alcanzada utilizando todo el conjunto de entrenamiento. Sin embargo, el tiempo de
ejecución del algoritmo de agrupamiento es mayor al tiempo que tarda el entrenamiento utilizando
el conjunto de datos original. Esto puede deberse a la táctica que utiliza el paquete CVX para re-
solver el problema de optimización. Puede que CVX ocupe algún algoritmo que aproveche la baja
dimensionalidad del problema en cuestión y explote esta característica para resolver el problema
de optimización de manera e�ciente.

Además, los resultados experimentales muestran que al utilizar el método propuesto con los conjun-
tos de datos de cáncer de pecho de Wisconsin y de crédito alemán, con dimensión N = 30 y N = 20
respectivamente, se logra reducir el tiempo de entrenamiento de las SVM afectando muy poco la
e�ciencia en el conjunto de prueba. Además, el tiempo que tarda el algoritmo de agrupamiento
en encontrar los medoides y recolectar la información requerida de los grupos es bastante bajo,
tanto que el tiempo total que tarda el agrupamiento mas el tiempo que tarda el entrenamiento
utilizando los conjuntos reducidos es bastante menor que el tiempo que tarda el entrenamiento
utilizando los conjuntos originales. Los resultados observados utilizando estos conjuntos de datos
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son prometedores. El método propuesto se podría aplicar a conjuntos de datos de alta dimensión
(N ≥ 20) en situaciones en las que se pueda sacri�car un poco la e�ciencia de clasi�cación en
virtud de mejorar el tiempo de entrenamiento.

7.2. Trabajo a futuro

Demostrar la convexidad (o no convexidad) de los problemas de optimización (5.28) y (5.30).

En caso de que alguno de los problemas de optimización (5.28) y (5.30) sea convexo, explotar
esta característica y utilizarla de manera similar al esquema de PWSVM.

Demostrar la complejidad temporal y espacial de PWSVM.

Extender PWSVM a problemas de clasi�cación con mas de dos clases.

Experimentar con otros algoritmos de agrupamiento para realizar la reducción del conjunto
de datos de entrenamiento original.
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